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A feladat

A jovO orvoslasaban az egyik igéretes iranyvonal a terdpiak matematikai és mérnoki
modszereken alapulé optimalizalasaban rejlik, amelyekkel a betegségek kezelése
személyre szabottan torténik, ellentétben a ma hasznélt, ad hoc, nagy populécids atlagra
kifejlesztett, ritkan optimalizalt terapiakkal. A terapiaoptimalizalas szamtalan elénnyel
jér, ezek koziil a legfontosabb az alacsonyabb dézis, ami kevesebb mellékhatéssal,
alacsonyabb koltségekkel jar, és bizonyos esetekben elényds hatdssal lehet a
gyogyszerrel szemben kialakul6 rezisztencia lekiizdésében is. A terapiaoptimalizalashoz
azonban sziikség van a gyogyszer hatdsat leir6 modellre, ami alapjan az optimalizalas
elvégezhetd. Ez a modell fligg a betegség tipusatdl, a pacienstdl és az alkalmazott
gyogyszertél. A személyre szabas alapja, hogy meg tudjuk adni az adott péciens
modelljében szereplé paramétercket, amik alapjan a terapiaoptimalizalas elvégezhetd.
Ehhez parametrikus identifikciora van sziikség, amihez sok mérés kell, ami a
betegallatasban nehezen kivitelezhetd, azonban kisérleti kortilmények kozott van ra
lehetoség.

A feladat egy tumorndvekedési modell alapjan egy paraméterbecslé rendszer
létrehozasa neuralis halozat segitségével. A neurdlis hdlozat tanitdsdhoz rendelkezésre
allnak valdés mérési adatokbdl identifikalt modellparaméterek, amik kemoterapias
szerrel kezelt emldrdkos egerekbdl szarmaznak. Ezek alapjan virtudlis egereket hozunk
Iétre, amelyekkel megfeleld szamu tanitéadat generalhatd, azonban az igy elkésziilt
neuralis halézat nem feltétleniil tudja megfeleloen kezelni a valodi mérésbol szarmazd
adatokat. Ezért a neuralis halézatot meger6sitéses tanulassal tovabb hangoljuk a
mérésekbol szdrmazo6 adatokon.

A diplomamunkanak tartalmaznia kell:

e a mesterséges neurdlis halézatok, megerdsitéses tanulds, hiperparaméterek
optimalizacidja és identifikacids algoritmusok témakorében  végzett
irodalomkutatast,

e a mesterséges neurdlis haldzatok és identifikdcids algoritmusok kombinalasaval
létrehozott paraméterbecsld eljards rendszertervét, a megerdsitéses tanulds
tervét. Vizsgalja meg kiilonb6z6 hiperparaméterek optimalizaciojat végzo
algoritmusok hasznélatat,

e a paraméterbecsld eljards €s megerésitéses tanulasi  algoritmusok
implementaldsat,

e a paraméterbecsld eljards tesztelését és mas algoritmusokkal vald
Osszehasonlitisat,
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KIVONAT

A diplomamunkam egy kutatds részeként jott 1étre, mely sordn daganatos betegek szamara
hozunk létre optimélis terdpidt. A kutatds sordn mar kordbban létrehozdsra keriilt egy tu-
mordinamikdt €s a gyogyszer tumorra gyakorolt hatdsét leir6 differencidlegyenlet-rendszer.
Az egyenletrendszer négy egyenletbdl all €s nyolc paramétert tartalmaz. Az egyenletekben
szerepld paraméterek altal célunk a piciensek jellemzése, meghatarozott jellemzdik alapjan
pedig esetleges csoportositdsuk hasonl6 tumordinamika alapjan. A betegek jellemzdi ismere-
tében személyreszabott terapia generdlhato.

Diplomamunkdm a kordbban létrehozott tumor modell differencidlegyenleteiben szerep-
16 paramétereknek a meghatdrozasdhoz kapcsolddik. A munkdm {6 célja identifikaci6 eld-
segitésére alkalmas mesterséges intelligencidt alkalmazé algoritmusok 1étrehozdsa. Az elsd
1épésben a rendelkezésre allé tumortérfogat adatok sztirésével foglalkoztam, a kiugré érté-
kek detekcidjdval majd pedig az adatok zajtalanitdsaval. A hibas és zajos adatok kiszlirése
amiatt fontos, mivel a konvergencidt befolydsolhatjdk a kiilonboz6 paraméteridentifikacios
algoritmusokban. Ezt kovetéen két mesterséges intelligencidn alapulé algoritmust hoztam
l1étre a péaciensek csoportositdsara és azok paramétereinek kezdeti meghatarozasara. Az el-
sO 1étrehozott algoritmus egy klaszterezd algoritmus, mely adott kezelés esetén a hasonld
tumordinamikéval rendelkezd pacienseket képes csoportositani. A paciensek csoportositasa
altal a kiilonbozo klaszterekhez tartozé paraméterekrdl ezéltal informacié nyerhetd indirekt
moédon. Ezt az algoritmust a késébbiekben arra az esetre lehet felhaszndlni, ha a betegek ke-
zelés kezdetén hasonl6 dozist kapnak, majd pedig a beadott injekcidra adott valaszat kovetjiik
a tumor novekedéseknek. A gydgyszerre hasonléan reagdlé paciensek szamdra populécidra
optimaliz4lt terdpia alkalmazhat6, mellyel a személyreszabott terdpia koltségei csokkenthe-
ték. A mésodik algoritmus egy autenkdder architektirat kovetd gépi tanuldsi algoritmus, ahol
a halozat képes a paraméterek onéllé meghatarozasara és megtanulédsara feliigyelet nélkiili ta-
nulassal. Az autenkdder két komponensbdl épiil fel, egy enkdder részbdl, ami esetiinkben a
paraméterek megtanulasiért felelds halozat, illetve egy dekdderbdl, mely egy differencialhatéd
numerikus integrator (ODE megoldd), mely a kezdeti feltételekbdl és a becsiilt paraméterek-
bdl megoldja a tumormodell differencidlegyenleteit.

Munkdmmal a tumormodell paramétereinek meghatidrozasdhoz jarultam hozza, mely el-
engedhetetlen eldzetes 1épése az optimadlis terdpia megalkotdsanak. Kutatdsom az Innovacids
és Technolégiai Minisztérium UNKP-23-2 kédszamii Uj Nemzeti Kival6sagi Programjanak
tdmogatdsaval késziilt.



ABSTRACT

My thesis is part of a research project when we create an optimal therapy for patients diag-
nosed with cancer. In this research, there has already been established a system of differential
equations describing tumor dynamics and the effect of the drug on the tumor. The system
of equations consists of four equations and eight parameters. By using the parameters in the
equations, we aim to characterize patients and, based on their specific characteristics, possibly
group them according to similar tumor dynamics. Personalized therapy can be generated bas-
ed on these characteristics of the patients.

My thesis is related to the determination of parameters in differential equations of the
tumor model. The main goal of my work is to create artificial intelligence algorithms to
facilitate identification. In the first step, I worked on filtering the available tumor volume da-
ta, detecting outliers, and then de-noising the time series. Filtering out erroneous and noisy
data is important because it can affect convergence in different parameter identification al-
gorithms. Subsequently, two artificial intelligence-based algorithms were created to cluster
patients and predict their parameters. The first algorithm created is a clustering algorithm
that can group patients with similar tumor dynamics for a given treatment. By clustering pa-
tients into separate groups, information on parameters belonging to different clusters can be
obtained indirectly. This algorithm can be used in the future, by giving the patients a similar
dose at the start of treatment and then tracking tumor growth in response to the injection.
Population-optimized therapy can be applied to patients with similar answers to the drug,
reducing the cost of personalized therapy. The second algorithm is a machine learning algo-
rithm following an autoencoder architecture, where the algorithm can determine and learn
parameters autonomously through unsupervised learning. The autocoder is composed of two
components, an encoder part, which in our case is the network responsible for learning the
parameters, and a decoder, which is a differentiable numerical integrator (ODE solver) that
solves the differential equations of the tumor model from the initial conditions and the pre-
dicted parameters.

My work has contributed to the identification of the parameters of the tumor model, which
is an essential preliminary step in the design of an optimal therapy. My research was funded
by the New National Excellence Programme of the Ministry of Innovation and Technology,
code number UNKP-23-2.
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<

e T

<.

: Az X; bemenetre adott kimeneti predikcio (rekonstrukcid) az autoenkéderben.
: A teljes tumortérfogat [mm?].
: A teljes tumortérfogatokat tartalmazo vektor.

~h

: A becsiilt teljes tumortérfogatokat tartalmazo.

vektor egy mérési intervallumra, L hosszisagu.
% : Az autoenkdder enkodder részének i-edik

bemenetre adott kimenete (tomoritett reprezentacio).

T)(NN) : A tanuldsi sebesség (hiperparaméter) a neurdlis hal6zatban.
Nsom) - A tanuldsi sebesség (hiperparaméter) a SOM algoritmusban.
: A neurdlis hdl6zat 6sszes paramétereit tartalmaz6 halmaz.
: A szigmoid fliggvény.
: A SOM algoritmus szomszédsagi fliggvényét befolyasold hiperparaméter.

€ 2 9 <

: A PINN koltségfiiggvényében alkalmazott suly.
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1. fejezet

Bevezetés

A daganatos megbetegedések a vezet6 haldlokok koz¢€ tartoznak, tovabba az egyik leginkabb
meghatdrozé tényezd, amely lassitja a varhat6 €lettartam novekedését [1]. Bar egyes fejlett
orszagokban a rdkos megbetegedések haldlozasi ratdja az elmult évtizedekben csokkent, ezt
az eldrehaladast mérsékli az egyes rdk tipusok megnovekedett el6forduldsi szama [2]. To-
vabba a betegek kezelése és ellatdsa a kozegészségiigyben hatalmas gazdasagi er6forrdsokat
emészt fel, a kovetkez6 40 évre pedig novekvd tendencidt jésolnak az esetszamokat tekintve
[3].

A rdkos megbetegedéseket a sejtek szabalyozatlan novekedése és a sejtek terjedése a
szarmazdsi helyiikr6l més testrészekre jellemzi. A rdk kiillonbozé betegségek 0sszefoglald
neve, melyek kiilonboz4 tiinetekkel tarsulnak és eltérs kezelési médszereket igényelnek. Ev-
tizedeken at csak néhany lehet6ség allt rendelkezésre a rak kezelésére, amelyek magukban
foglaltdk a mitétet, a sugarterapidt €s a kemoterdpiat, valamint ezeket kombinécidban vagy
0nallo kezelési modszerként alkalmazva [4]. A sugarterdpia sordn a cél az, hogy az ionizalo
sugdrzasnak kitett daganatsejtek DNS-ét karositsdk, igy megakadalyozzdk azok szaporoda-
sat vagy elpusztitjdk azokat. A hagyomanyos kemoterdpia célja szintén a gyorsan novekvd
€és o0sztddo rdkos sejtek elpusztitdsa, kiillonbozd kemoterdpids gydgyszerek alkalmazdsaval.
Utobbi hatrdnya, hogy az alkalmazott gyogyszerek nem szelektivek, €s az egészséges, normél
szoveteket is kdrosithatjak, silyos, nemkivanatos mellékhatdsokat, példdul étvagytalansagot,
hanyingert és hajhullast okozva [5].

Az olyan tulajdonsidgok, mint a rak tipusa, helye és silyossdga befolydsoljdk a kezelési
mod kivélasztasat. A sebészeti eltdvolitds sugérterdpidval kombindlva az elsédleges modszer
az attét nélkiili elsddleges daganatok esetében. Mindazondltal, szdmos erésen agressziv daga-
nat esetén ezeknek a mddszereknek a korldtai nyilvanvaldak a betegeknél. A leggyakrabban
ajanlott terdpia a mitéti beavatkozast kovetd sugar- €s kemoterdapia. Bar a két modszer silyos
mellékhatdsokat okoz, meglehetdsen rontva az életmindséget, alkalmazdsuk nagy mértékben

13



csOokkenti a morbiditast és a mortalitast [6].

A rakos megbetegedések kezelése sordn a gyogyszer-rezisztencia és a gyogyszer hordoz6
rendszerek kifejletlensége jelentik az egyik legnagyobb problémat a rakgyo6gyitasban [6]. Az
utébbi évtizedekben nagy mértékben fejlddtek a rak kezelésére szolgdld kiilonboz6é modali-
tasok. A hagyomdnyos mddszerek mellett nagy hangsulyt kaptak az alternativ kezelési mod-
szerek is, mint az Ossejtterdpia, a célzott gyogyszerek, a hormonterdpia és az immunterdpia.
Osszességében a rdkellenes gydgyszer kutatdsok a sokkal pontosabb és kevesebb gydgyszer
alkalmazdsa irdnydba fordultak.

A gybgyszerkutatdson feliil a gyogyszer adagoldsdnak szabdlyozdsa is megélénkiilt az
utébbi évtizedekben. Az 1) gydgyszeradagold rendszerek fejlesztésének {6 célja, hogy lehe-
tové tegy€k a tartds €s ellendrzott gyogyszerleadast, a hatékony gyogyszerszintet és ezzel
egyidejlileg csokkentsék a kdros hatdsokat [7]. A kemoterdpia sordn beadott gyogyszerek
megéllapitdsa jelenleg egy meghatdrozott protokoll alapjan torténik, mely a betegek test-
sulyat veszi figyelembe. Az adagolds sordn a maximadlisan tolerdlhaté dozist alkalmazzak
(MTD - Maximum Tolerated Dosage), ahol par hetes id6k6zonként nagy d6zist kemoterdpi-
as szert adnak be a betegeknek, melynek hatrdnya a hosszabb kezelésmentes iddszakok alatt
a rezisztencia-mechanizmusok megjelenése, tovabba a mellékhatdsok stlyosbodésa.

A gybgyszerhordoz6 rendszerek létrehozdsanak alapja egy robusztus algoritmus, mely
képes a paciens mért tulajdonsdgai alapjan meghatarozni a sziikséges gyogyszer mennyisé-
gét. A dozisok megallapitdsa egy matematikai modellen alapulé algoritmus alapjén torténik,
melynek a paramétereinek a meghatdrozédsa elengedhetetlen a folyamat sordn. A munkdam
sordn egy kordbban megalkotott tumormodellt hasznalok fel, mely egy négy allapotvaltozot
tartalmaz6 kozonséges differencidl-egyenlet rendszer. A rendszer bemenete a beadott do-
zis, mig a kimenete a teljes tumortérfogat. Utébbi az altalunk mérhet6 véltozd, mely leirja
a tumor reakcidjat a beadott gydgyszermennyiségekre. Az egyenletek nyolc paramétert tar-
talmaznak, melyeknek az identifikalt értéke alapjan torténik a személyreszabott, optimélis
terdpia megalkotdsa. A paraméter identifikdcié gyakran hosszas és bizonytalansdgokat tartal-
maz¢ folyamat, melynek a meggyorsitisdra egy mesterséges intelligenciat felhasznal¢ algo-
ritmus alkalmas lehet. Ahhoz, hogy megfeleld adatokkal torténjen az algoritmusok tanitdsa,
kezdetben kiszlirtem a rendelkezésre all6 adatokbdl a kiugro értékeket €s a zajt. Ezt kovetd-
en két kiillonbozd mesterséges intelligencidn alapul6 algoritmust alkalmaztam a paraméterek
identifikacidjara. Az elsd algoritmus a mért tumortérfogatokat tartalmazo idosorokat csopor-
tositotta hasonldé tumordinamika alapjdn, a masik algoritmus pedig egy autoenkdder-alapu
halézatot haszndlt a paraméterek meghatarozasara.

A dolgozatom elején ismertetem a felhasznalt tumordinamikai modellt (2.1. alfejezet).
Mivel a modell kimenete alapjan torténik az egyenletekben szereplé paraméterek meghata-
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rozdsa, a 2.2. fejezetben annak identifikdcidjanak lehet6ségeit részletezem, tovabba kitérek
a felhaszndlt algoritmusok miikodésére is. Ezt kovetéen a 3. fejezetben eldszor a tumortér-
fogatokat tartalmazé id6sorokban a kiugro értékek identifikacidjat, majd a zajmentesitését
részletezem. Végiil pedig a paraméter identifikiciora alkalmas algoritmus implementacids
1épéseit mutatom be. A 3. fejezetben kiilon bemutatom a kiilonb6zd implementacids 1épések
sordan kapott eredményeket. A létrehozott rendszer alkalmas lehet a paraméterek meghata-
rozasara, illetve kezdeti értékiik becslésére. Utobbi felhasznalhat6 kiillonboz6 identifikacids
algoritmusok kiindulési értékeként.

A kezelések személyre szabdsa sordn lehetséges akdar egy olyan gydgyszerhordozo rend-
szer megalkotdsa, mely személyre szabottan allapitja meg a kemoterdpids szerek beadott
mennyiségét €s annak optimalis idSpontjat, azdltal hogy informéciét kap a daganat adott pilla-
natbeli dllapotarél. Munkdmmal az algoritmus paraméterbecsld szakaszanak a miikodéséhez
jéarultam hozza.
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2. fejezet

Irodalmi hattér

2.1. A tumor dinamikajat leir6 matematikai modell

Egy kisérletekkel validalt modell segitségével elbre jelezhetd, hogy egy adott kezelési proto-
koll milyen hatdssal lesz a tumor dinamikéjara. Ezaltal a kezelések hatékonysdga ndvelhetd,
a mellékhatdsok csokkenthetdk és a kezelési koltségek optimalizdlhatok. A szakirodalom-
ban szamos modell taldlhat6 a tumor viselkedésének leirdsara [8, 9, 10]. Ezek a megalkotott
modellek vagy csak az id6ben, vagy id6ben és térben probaljak meg leirni kozonséges €s
parcidlis differencidlegyenletek 4ltal a tumor dinamikéjat.

A munkdm sordn egy kordbban létrehozott tumormodellt hasznélok fel a tumortérfoga-
tok szimuldcidjara [11]. A tumormodell egyenletei reakcidkinetikai analdgia alapjan lettek
l1étrehozva, ahol Xy, X5, X3, és X, fiktiv tagok.

X; 252Xy, 2.1)
X; —— Xo, (2.2)
Xy — O, (2.3)
X, + Xy 2P0,y (2.4)
X3 — O, (2.5)
ki1
Xy =— X,. (2.6)
ko

Az X az él6 tumor térfogata, az X, az elhalt tumor térfogata, az X3 a gydgyszerszint a
centrdlis kompartmentben, mig az X, a gydgyszerszint a periférids kompartmentben. A (2.1)
egyenlet a tumorsejtek osztodadsat, mig (2.2) az elhaldsat irjale. A (2.3) egyenlet a tumorsejtek
kimosd6dasat modellezi. A (2.4) egyenlet a gydgyszer hatdsat, (2.5) a gyogyszer kiiiriilését,
mig (2.6) a két kompartment k6zotti reverzibilis gyogyszeraramlast irja le.
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A (2.1)-(2.6) fiktiv reakciokbdl felirt differencidlegyenlet-rendszer:

13

= (a—n)x; — bm, (2.7)
. T173

To = Nxy + bm — WTy, (2.8)
i3 = —(c+ k1)xs + kaoxy + u, (2.9)
Ty = k123 — koxy, (2.10)

ahol z; az €16 tumortérfogat idéfiiggvénye [mm?3], x5 az elhalt tumortérfogat id6fiiggvénye
[mm?3], x5 és 4 a gydgyszerszint iddfiiggvénye a centrdlis kompartmentben [mg/kg] és a
periférids kompartmentben [mg/kg]. A modellt daganatos egereken végzett mérésekkel iga-
zoltak [12]. A 1étrehozott modell célja, hogy leirja a pegilélt liposzémalis doxorubicin (PLD)
kemoterdpids szer tumorellenes hatdsit és a tumor dinamikdjat. A (2.7)-(2.8) egyenletek a
tumor dinamikdjat és a gydgyszer hatdsat (farmakodinamikat), mig (2.9)-(2.10) a gydgyszer
aramlasat (farmakokinetikat) irjak le.

Az egyenletekben szerepl6 paraméterek a reakcidkinetikai egyiitthatoknak tekinthetdk a
formalis felirds alapjan. Az egyiitthatok koziil a, n, w esetiinkben a proliferdcids réta, a nek-
rotikus rdta valamint a kimosd6dasi rata, mig b, ED5y a gyégyszert jellemz6 egyiitthatok (a
gyogyszer maximdlis hatdsat leiré paraméter és a medidn effektiv dézis). A c, ky, ko para-
méterek a gyogyszer dramldsat irjdk le, a gydgyszer kimosddasat, valamint a centralis és a
periférids kompartment kozotti dramldsat. A 3. fejezetben a felsorolt paraméterek korabbi
allatkisérletek sordn meghatdrozott hatarait vettem figyelembe. A 2.1. tdblazatban foglaltam
Ossze a paraméterek jelolését, mértékegységét és a kordbban meghatarozott értékeinek a felsé
€s also hatarat.

Korédbbi munkdk sordn megallapitdsra keriilt [13], hogy a kemoterdpids szer csak akkor
van hatdssal a tumor térfogatara, ha a

O0>a—b—n 2.11D)

egyenldtlenség teljesiil. Ha az 0sszefliggés nem teljesiil, az a daganat gyogyszerre valo re-
zisztencidjat jelenti.

A rendszer bemente az v [mg/kg/nap], ami az id6egység alatt bevitt gydgyszer mennyi-
sége, melyre igaz, hogy u > 0, tehdt nem vehet fel negativ értéket, mely adédik abbdl, hogy
gyogyszert nem vonhatunk el a szervezetbdl. Ez a felirds folytonos bemenetet feltételez. A
gyakorlatban azonban a bemenetek injekcidk, azaz az egyes beadott gyogyszer dézisokat im-
pulziv hatdsnak tekintjiik a vérben (x3). Tehat, ¢y, ..., tx 1 idOpillanatban beadott K szamu
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injekci6 esetén, mivel ¢, > 0és k = 0,1,2,..., K — 1, valamint {5 < t; < ... < tx_1, iy
x3-ban folytonossagi szakadds van a t;, id6pontban, mely az alabbi 0sszefiiggéssel irhaté fel:

z3(tTh) = w3(t7 k) 4w, (2.12)

ahol u; a ?; 1dOpontban beadott gydgyszer dozisa mg/kg-ban. A rendszer kimenete — az
altalunk mérhet6 valtozé — az €16 €s a halott tumor térfogatok 6sszege:

Yy =1 + xo. (2.13)

Az xq és a x5 tumortérfogat nem hatarozhat6é meg kiilon, a teljes tumortérfogat mérése torté-
nik az egereken. A teljes tumortérfogat (y) mérése tolomérdvel torténik két ponton, a tumor
sz€lességét és hosszisdgat mérik, melybdl egy kordbban meghatarozott kozelitd képlet alap-
jéan torténik a térfogatdnak kiszdmitdsa [14]. A mérések tartalmazhatnak mérési zajt, melynek
modellezése egy kiilondllé munka a kutatds részeként [15].

Paraméter Meértékegység Minimum érték Maximum érték
a nap ! 0,5811 0,6871

b nap ! 1,0234 1,0261

n nap ! 6,5696 - 1076 1,1555 - 107°

w nap~! 0,1742 0,3229

EDs mg - kg ! 0,1 1,0

c nap ! 0,3425 0,9772

ky nap ! 6,7697 7,778

ko nap* 48,51 474,66

2.1. tablazat. A kordbban meghatarozott paraméterek minimum és maximum értékei. Az a a
tumor proliferdcids ratdja, a b a gydgyszer maximadlis hatdsa, az n a tumor nekrotikus ratdja,
a w a kimosd6dasi rata, ED5q a median effektiv dozis, ¢ a gydgyszer kimosddasi ratdja, mig
ky az dramlési egyiitthatd a vérbdl a szovetekbe, mig ko a szovetekbdl a vérbe.

2.2. Paraméterbecslési probléma és megoldasi lehetoségei

A differencidlegyenletek esetében gyakran nem 4ll rendelkezésre az analitikus megoldas, igy
azok megoldasa és a paramétereik meghatdrozasa hosszadalmas folyamatot igényelhet. Egy
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adott differencidlegyenlet vagy rendszer megolddsdnak keresését gyakran direkt probléma-
nak nevezziik, mig az inverz probléma alatt olyan megfelel6 modell meghatarozasat értjiik,
amelynek megoldésa jol egyezik néhany kisérleti vagy valés megfigyeléssel. Tehat a para-
méterbecslés célja a megfigyeléseket tartalmaz6 adathalmazhoz legjobban illeszkedé modell
ismeretlen paramétereinek meghatdrozasa [16]. Mig a direkt problémanak egyedi megolda-
sa van, az inverz problémadnak tobb is lehet. Ebbdl adéddan az inverz problémdban minden
rendelkezésre 4ll6 informéciét figyelembe kell venni a meghatdrozandé paraméterekrdl. A
dolgozatban a cél a 2.1. alfejezetben részletezett kozonséges differencidlegyenleteket tartal-
maz0 tumormodell paramétereinek meghatarozdsa.

A paraméterbecslés folyamatdban egy koltségfiiggvény optimalizaldsédra toreksziink, mely-
nek keretében a leggyakrabban alkalmazott médszerek a Bayes-i becslés, a maximum like-
lihood médszere és a legkisebb négyzetek mddszere [17]. A Bayes-i becslés a Bayes-tételt
hasznalja a valdszinlis€gi modellek paramétereinek becslésére, ezaltal kifejezi a bizonytalan-
sdgot is a paraméterbecslés koriil. A maximum likelihood (ML) mddszer a paramétereknek
azt a legval6sziniibb értékét adja meg, ami a legnagyobb valdszintiséggel kovetkezik be. Az
ML moédszer nem ad kozvelen becslést a paraméterek bizonytalansdgardl €s eloszlasarol. A
legkisebb négyzetek mddszere pedig a mért adatpontok €s a modell predikcidi kdzott mini-
malizélja a négyzetes eltérést. A felsorolt paraméterbecslési modszerek altal dltalaban olyan
nemlinedris optimalizaldsi problémat kapunk, amelyet zart formdban nem lehet megoldani,
igy iterativ numerikus optimalizaldkat alkalmazunk a megoldas keresésére [18]. A felsorolt
algoritmusok gyakran kiindulasi érték megaddsat igénylik, melybdl az iteracié elindithato.
Koréabbi munkdkban a bemutatott tumor modell paramétereinek meghatarozéasara tobbek ko-
zott SAEM algoritmust alkalmaztak maximum-likelihood becslésre [19].

Az optimalizdlasra alkalmazott algoritmusokat megkiilonboztethetjiik aszerint, hogy lo-
kélis vagy globdlis minimumok megkeresésére alkalmasak. Ez a megkiilonboztetés csak a
nemlinedris optimalizdlds kontextusdban sziikséges, mivel a linedris problémdknak mindig
egyedi optimuma van. A lokalis optimalizalok egy nagy csoportjat alkotjak a gradiens alapu
modszerek, mint a Newton-mddszerek, a kvazi-Newton mddszerek és a konjugélt gradiens
modszer, melyek a paraméterek elsérendii derivéltakon alapuld frissitésével keresik az opti-
malis értékeket. Léteznek algoritmusok, melyek a masodrendd derivéltak értékét hasznaljak
fel, mint a Broyden-Fletcher-Goldfarb-Shanno (BFGS) médszer, Gauss-Newton mddszer €s
a Levenberg—Marquardt algoritmus. A globdlis optimalizalok kozott a legelterjedtebbek a po-
puldci6 alapu algoritmusok, mint az evolicién alapuldak (példaul genetikus algoritmus) vagy
részecske-raj optimalizalok.

A paraméterek meghatdrozdsa soran fontos teriilet az identifikdlhat6sagi vizsgalata a pa-
ramétereknek. Az azonosithatosagi elemzése felméri, hogy elméletileg meghatarozhatdk-e a

19



modell paraméterei az adatokbdl, megvizsgdlva a méréseket, a modell szerkezetét, valamint
az el6fordul6 hibak tulajdonsagait. Egy modell strukturélisan azonosithatd, ha létezik egyedi
paraméterezés barmely adott modell kimenethez. Ebbdl adédik, hogy egy paraméter szer-
kezetileg nem azonosithatd, ha a paraméter megvéltoztatdsa nem feltétleniil véltoztatja meg
a modell kimenetét, mert a valtozdsok teljes mértékben kompenzalhatok mas paraméterek
megvaltoztatdsaval. A bioldgiai rendszerek modellezésekor kiillondsen fontos az identifikal-
hat6sag vizsgdlata, mert a kisérleti adatok korlatozott mennyisége és mindsége csak részben
megfigyelt rendszerekben gyakran rossz modellekhez és paraméterekhez vezet a modellezé-
si folyamat sordn [20]. Korabbi munkékban identifikalhatosdgi és érzékenységi vizsgalatot
végeztek az dltalam is alkalmazott tumormodellen, mely sordn megéllapitottak, hogy az azo-
nositand6 paraméterek és a tobbi névleges populacids érték kivalasztasaval a rendszer azono-
sithat6. Tovabba megallapitottdk, hogy a paraméterek érzékenységi sorrendje az kovetkezd:
a, b, n és w, ahol magasan a tumor proliferdciés ritdja a legérzékenyebb a tumormodell ki-
menetére [21].

Az irodalomban az utébbi években szamos megkozelités jelent meg kiillonboz6 differenci-
alegyenletek és neurdlis hdlézatok integracidjabol. Ezek a hdldzatok a fizikai, bioldgiai vagy
kémiai torvényeket — jellemz&en differencidlegyenletek formajaban — kozvetleniil a mély ta-
nuldsi modellek architektiirdjdba illesztik be, ezaltal irdnyitjak a tanuldsi folyamatot az egyen-
letek betartdsara. A legnépszeribb megkozelités az utdbbi években az tn. fizikdval informalt
neurdlis hdlézatok (PINN - Physics Informed Neural Network). A PINN hal6zatokat el6szor
kezdeti érték problémak pontosabb megolddsanak keresésére hasznaltak a neuralis hal6zatok
altal nyujtott fliggvény approximdicié segitségével. Mindazondltal inverz problémakra is al-
kalmazhatd, azéltal, hogy a koltségfiiggvénybe belevessziik nem csak a reziduumokbdl 4ll6
tagot (a differencidlegyenletek betartasaért felels tag), hanem az illeszkedésért felelGs tagot
is (az eldre jelzett kimenetek €s az aktudlis megfigyelt adatok kozotti eltérést) [22, 23, 24].
Az altalanos felirdsa egy PINN hal6zat koltségfiiggvényében szerepld tagoknak az aldbbi
egyenlettel szemléltethetd:

0" = arg min (LUFLF(Q) + (,UBLB(H) + dedata(Q))- (214)
0

A neurdlis halézatnak meg kell tanulnia kozeliteni a differencidlegyenleteket 6 haldzat para-
métereinek meghatdrozasaval, egy olyan koltségfiiggvény minimalizdldsaval, amely fiigg a
differencidlegyenlettdl (L), a hatarfeltételektdl (Lp), és esetlegesen néhany ismert adattol
(Lgaa)- Ahol az wp, wp, wy, a tagok megfeleld silyozdsait jelentik. A tagok az egyenletben az
aldbbi jelentéssel birnal. Az Lg,, az illeszkedésért felelés komponens:

N
1 .
Laaa = N E ||(yz - yi)“Q» (2.15)
i=1
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ahol y; a mért adatpont, mig y; a becsiilt adatpont. Az Ly a hédlézat kimenetét arra kény-
szeriti, hogy eleget tegyen a megadott bioldgiai vagy fizikai torvényeknek, mint példaul egy
differencidlegyenletnek:

M

Ly = Z “NN[ypredicted] (w])

J=1

2 (2.16)

ahol V differencidl-operdtor, y a kimeneti véltozd, x; azok a pontok a tartomanyban, ahol
a differencidlegyenletnek érvényesnek kell lennie, és M ezeknek a pontoknak a szdma. A
peremfeltételekre is felirhat6 egy éltalanos hibafiiggvény :

P

1
Ly =5 o) — glww), (2.17)
k=1

ahol P a peremértékek szdma, valamint g(z;) egy adott peremfeltétel fiiggvény [25]. Mind-
azondltal esetiinkben a 2.1. fejezetben bemutatott szakadas kovetkeztében — a dozisok beada-
sa sordn — a teljes mérési iddintervallumra nem modellezhet$ a problémank PINN-el.
A masik megkozelitése a halézatok és a differencidlegyenletek integracidéjanak a neura-
lis kozonséges differencidlegyenletek (NODE - Neural Ordinary Differential Equations) [26].
Az Euler-mddszer az egyik legegyszeriibb eljaras a differencidlegyenletek kezdeti érték prob-
Iéméainak megolddsara, ahol a kovetkezd érték az el6z6 pontban meghatarozott meredekség
€s a lépéskoz szorzata alapjan szdmithato ki. A rezidudlis hdlézatok hasonl6 koncepcion alap-
szanak, hasonl6an a mély neurédlis hdl6zatokhoz annyi kiilonbséggel, hogy egy réteg beme-
netéhez hozzdadjuk az elz el6tti réteg kimenetét is. Igy a hdlézat kovetkez dllapotéra az
alabbi Osszefiiggés irhato fel:
hiv1 = he + f(he, 6), (2.18)

ahol ¢ a 1épésszamot, h; pedig a t-edik 1épésben a hdlézat dllapotat jeloli. Ha a 1épéskozoket
egyre kisebbre vessziik, akkor ez a folyamat egy differencidlegyenlet folytonos formédjahoz

konvergal :
dh(t)
dt
ahol 1(0) a kiindulasi allapot, h(7") pedig a 7" id6pillanatban a kimenet, ami megfelel az ODE

= f(h(t),t,0), (2.19)

kezdeti érték probléma megolddsdnak. A NODE felhaszndldsaval kezdeti érték problémakat
tudunk megoldani dlland6 memoriafelhasznalédssal, hiszen nem sziikséges a koztes 1épések
tdroldsa. A mddszert tobbek kozott paraméter identifikédciora is alkalmaztak [27], [28], [29].
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2.3. Alkalmazott algoritmusok alapjai

Onszervezodo térképek

Az onszervezddd térkép (self organizing map, SOM, mdas néven Kohonen-térkép) egy fe-
liigyelet nélkiili mesterséges neurdlis hal6zati médszer [30]. A SOM algoritmus hatékonyan
tudja cimkézetlen adatkészlet mintdit csoportositani azaltal, hogy kozottiik mintazatokat fe-
dez fel, 1étrehozva egy teljesen Osszekapcsolt csomépontokbdl allo térképet. Esetiinkben a
jeloletlen adatok a daganat térfogatdnak idGsorai.

A SOM algoritmus harom szakaszra oszthatd: a kompetitiv részre, a kooperativ részre
€s a sulyok frissitésére. A kezdeti 1épésben az algoritmus inicializal egy egyrétegli hal6zatot
(ugynevezett SOM racs), ahol minden neuronjdhoz egy sulyvektor tartozik, amelynek mére-
te megegyezik a bemeneti adatokkal. A versengés szakaszban — azaz a kompetici6é sordn —
ezt kovetden azonositja a legjobban illeszkedd neuront. Tehdt az algoritmus a bemenethez
legjobban hasonlitd, tigynevezett gy6ztes egységet (BMU - Best Matching Unit) azonositja,
majd az ahhoz tartoz6 szomszédos neuronok sulyait éllitja be [31]. Ezek a 1épések megismét-
16dnek a betanitasi adatkészlet minden bemeneti vektoranal, lehetové téve a SOM szamara,
hogy iterativ médon tanuljon és alkalmazkodjon a bemeneti adatokhoz. A tanuldsi folyamat
célja, hogy megtaldlja azokat a silyokat, ahol a szomszédos csomépontok hasonl6 értékekkel
rendelkeznek. Tehdt a matematikai formalizmussal élve a bemutatott hdrom szakasz a kovet-
kezoképpen irhato fel:

1. szakasz: Versengés

A kompetitiv szakaszban a hdl6zat minden neuronja verseng egymaéssal a bemenet repre-
zentdlasaért. Minden egyes bemenethez kivalasztjuk a legjobban illeszkedd neuront (BMU)
ugy, hogy 6sszehasonlitjuk dket a bemenettel egy elére meghatdrozott tdvolsdgmetrika sze-
rint. A gy6ztes neuronnak minimalis tdvolsdga van a bemeneti adatmintatol, amelyet a ko-
vetkez6 egyenlettel fejezhetiink ki :

ahol £ a bemeneti vektor, Wsom) pedig az egységek (neuronok) silya €s ¢ = 1,2, ...n jelenti
az adott neuront, a neuronok szdma pedig n [32].
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2. szakasz: Egyiittmiikodés

A kooperativ szakaszban a gy6ztes neuron (BMU) behatdrolja a kivalasztott neuron to-
poldgiai szomszédsigat. Az ebbdl a szomszédsagbdl szirmaz6 neuronok ezutdn egyiittm-
kddnek. A szomszédos neuronokat a szomszédsagi fiiggvény alapjan hatdrozzdk meg, amely
meghatdrozza a szomszédos neuronok befolydsanak mértékét a sdlyfrissitési folyamatra. A
szomszédsagi fiiggvény jellemzden figyelembe veszi a neuronok és a BMU kozotti tdvolsa-
got, ahol a kozelebbi neuronok nagyobb befolyast gyakorolnak, ilyen példdul a Gauss-féle
szomsz€édsagi fiiggvény :

D,
H;; =exp(—=—2), (2.21)

ahol D; ; az i-edik (BMU) és az adott j-edik neuron kozotti tdvolsdga, valamint « egy hiper-

paraméter.
3. szakasz: Adaptacio

Az adaptacio sordn — melyet szinaptikus alkalmazkodasnak is neveznek — az algoritmus
frissiti a sulyokat. A BMU €s a hozza kozel all6 neuronok stilya a SOM rdcsban a bemeneti
vektor irdnydba valtozik. A valtozds mértéke az id0 eldrehaladtaval és a BMU-t6l valé t4-
volsdggal csokken. A neuronok a bemutatott bemeneti minta vektorhoz kapcsolddé értékeit
sulykorrekciokkal, optimalizalé algoritmusok segitségével mddosithatjadk. A sulyfrissités a
kovetkezd formdaban irhato fel:

Wisomyi(t + 1) = Wisomyi(t) + nsom Hij (E(s) — Wisomyi(t)), (2.22)

ahol ¢ az adott iterdciot jelenti, mig s az aktudlis bemeneti adat indexe. A sulyok iterativan
frissiilnek, €s a korrekcié mérté€két egy, a tanuldsi sebességet leiré paraméter (7(som)) hata-
rozza meg [32].

Neuralis halozatok és autoenkoderek

A mesterséges neurdlis hdl6zatok (ANN - Artificial Neural Network) a gépi tanulds egy fon-
tos részteriiletét alkotjak. Ezek a rendszerek az emberi agy neuronhélézatainak miikodésének
az analdgidjdra lettek megalkotva. Az emberi agyban 1évé neuronoknak tobb ezer szinap-
tikus kapcsolata lehet mds neuronokkal. Az agykéregben létrejovd Osszekapcesolt neuronok
hélézata felelSs a vizudlis, hang- és érzékszervi adatok feldolgozasaért [33]. Altaliban egy
mesterséges neurdlis hdl6zat tobb rétegbdl éll, amelyek kozé tartozik a bemeneti, egy vagy
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tobb rejtett €s a kimeneti réteg. A tobb rejtett réteget tartalmazé hédlézatot mély neurdlis hé-
16zatnak nevezziik. Minden egyes neuron kapcsolddik a kovetkezd réteg neuronjaihoz, ahol
az Osszekottetések sulyozottak €s a neuron aktivalodasét egy eltolds vagy mas néven torzi-
tds szabdlyozza. A rétegek kiilonbdz6 szdmu neuronokat tartalmazhatnak, és minden réteg
kimenete a kovetkezd réteg bemenete. Minden rétegben linedris transzformécio torténik az
alabbiak szerint:

2 = Wikga ™ + 01, (2.23)

ahol W([ll\]IN) a sulyokat tartalmaz6 matrix, bl az eltoldsokat tartalmazé vektor, all=1 az el6z6
réteg kimenete, [ pedig a réteg indexe.

Ezt kovetSen a linedris transzformacié kimenete egy nemlinedris transzformécids fiigg-
vényen megy keresztiil, mint példdul a szigmoid fiiggvény. Ezeket nevezziik aktivacios fiigg-
vényeknek. A szigmoid fliggvény az aldbbiak szerint irhat6 fel:

1
~ L+exp(—z)’

o(zx) (2.24)

ahol = a bemenete a fiiggvénynek. A szigmoid fiiggvény 0 €s 1 kozé képezi le a bemenetet.
Tehat az [-edik réteg kimenete
al! = (1), (2.25)

A betanitashoz sziikséges egy koltségfiiggvény (L), amely méri a kiillonbséget az eldre jelzett
kimenetek és a valddi cimkék kozott, melynek értéke alapjan torténik a hiba visszaterjesztése
a hédlozat sulyaira lancszabdly alkalmazasdval, azaz

oL oL ol

= : (2.26)
[7 1] n
Wi 920 Wy
majd ezt kovetden a stlyok frissitése sziikséges, egy valaszott optimalizalé 4ltal :
U oL
W(NN) = W(NN) - TI(NN)W7 (2.27)
Winn

ahol 7NN a tanuldsi sebesség.

A neurdlis halézatok kialakitdsa sordn a valasztott arhitektira dltaldban az adott megol-
dand6 problématdl fiigg, mint példaul osztdlyozési feladatok vagy dimenzidcsokkentés. A
dimenzidcsokkentésre alkalmazott architekturdk gyakori példdja az autoenkdder [34]. Az au-
toenkdder egy tipusa a feliigyelet nélkiili neurdlis hal6zatoknak, amelyet elsésorban f6bb
jellemzdk kinyerésére haszndlnak [35]. Kezdetben tigy hivatkoztak rd, hogy "hibavisszater-
jesztés tandr nélkiil", hiszen a bemeneti adatok éltal tanul a hal6zat [36], ezéltal nincs sziikség
cimkézett adatkészletre.
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Az autoenkéder miikodése formalisan is felirhat6. Példaul, ha az enkddert A (-) fuggvény-
ként jeloljiik, akkor:
2= h(X;,0), (2.28)

ahol X; abemenet,: = 0,1,..., N és N a teljes bemenete nagysdga, illetve 0 tartalmazza az
enkdder paramétereit. A dekdder rész szintén felirhat6 a

~

Xi =g(z,w), (2.29)

fliggvénnyel, azol w tartalmazza a dekdder paramétereit. A két szakasz kozos koltségfiigg-
vénnyel rendelkezik, és céljuk a 6 és w paraméterkészletiik optimalizdldsa a bemenet és ki-
menet kozotti minimalizdlds sordn. Az optimalizacié az aldbbi dltaldnos koltségfiiggvényt
minimalizalja:

N
SSE =Y (X - X;)*, (2.30)
i=1

ahol X; az i-edik bemenet, X pedig annak a rekonstrukciéja.
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3. fejezet

Megvalositas

3.1. Kiugro értékek detektalasa és zajsziirés

A kiugro értékek detdltalasa sordn a cél egy olyan algoritmus létrehozdsa volt, mely képes
azonositani az olyan értékeket, amelyek hibasak, nem illeszkednek a tumordinamikéra jel-
lemzd megvaltozasra. Egy példa ezekre a kiugré értékekre, ha a mérést kovetden, az adatok
felvétele soran rossz érték keriil rogzitésre, példaul elgépelés esetén.

A kiugré értékek detekcidjara az irodalomban szdmos modszer 1étrezik [37, 38, 39]. A
modszer kivélasztasa az idGsor jellemzGit6l és az adott kiugro tipustdl fiiggden valtozik. Ese-
temben a kiugro értékek a mérési adatok hibdiként vannak definidlva, amelyek hibdsan van-
nak mérve vagy felvéve az adatok kozé. Az idésorok anomadlidinak kimutatdsdra alkalmas
moédszerek szamat korlatozza, hogy a rendelkezésre 4ll6 id6sorokra nem jellemzd a szezo-
nalitds (megjdsolhatd, rendszeres id6kozonként ismétl6d6 mintdzat) vagy a stacionaritds (a
statisztikai tulajdonsdgok nem fiiggnek a megfigyelés id6pontjatdl). Ezenkiviil a kiugr6 ér-
ték meghatarozasa kontextusfiiggd, és csak egy adott kdrnyezetben relevans. Péld4ul a be-
adott kemoterdpids szer mennyisége és idépontja is befolyasolhatja a tumordinamikat, hiszen
nagy mennyiségli kemoterdpids szer beadasat kovetden — feltéve ha jol reagdl a daganat a
gyogyszerre — a tumortérfogat a meredek novekedést kovetSen hirtelen lecsokkenhet. Utébbi
jelenséget a kiugro érték detektdldsa sordn az algoritmusok tévesen jelolhetik anomalianak.

Az altalam tesztelt, elterjedt mddszerek a felsorolt okok miatt nem hoztak kielégitd ered-
ményt. Ennek kovetkeztében a feladat megoldaséara két djszerd megkozelitést alkalmaztam.
Az elsd esetben definidltam egy fiiggvényt, mig a médsodik esetben autoenkdder segitségével
tanitottam meg a tumordinamikdt a hédlézat szdméra. Mind a két algoritmus kimenete egy
vektor, melynek kiszdmitva az interkvartilis terjedelmét meghatdroztam a potencidlis kiugré
értékeket. Az algoritmusok létrehozdsa soran interpolalt id6sorokkal dolgoztam, melyre a Py-
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thon pandas konyvtardnak interpolate() fliggvényét alkalmaztam, mely linedris interpoléciot
alkalmaz a hidnyzo6 értékének meghatdrozdsara.

A tumortérfogatok egyetlen id6sora Y,,-el jelolthetd, a (3.1)-ben leirtak szerint, ahol az n
az n-edik id6sort, a ¢t pedig az idGindexet jeloli. Példdul, ha a ¢ értéke 1 és T" kozott van — ahol
T az n-edik egér mérésének hossza napokban -, akkor az n-edik iddsort a kovetkezd képlet
adja meg:

Yn = {yn,la Yn,2s - - - 7yn,T}> (31)

ahol y,, ; az n-edik id6sor értéke a t id6pontban (tumortérfogat az adott napon). Esetiinkben
53 egérhez tartozo id6sor 4llt rendelkezésre, tehatn = 1,23..., N, ahol N = 53. Az Osszes
1d6sor halmaza a kovetkez6képpen jelolhetd:

Yy={Y, :neN} (3.2)

Kiugro értékek detektalasa a tumortérfogatokat tartalmazoé idésorokban

Az elsé intuitiv megkozelités az anomalidk kiszlirésére egy n-edik id6sor értékeibdl az, hogy
a rendelkezésre 4116 tumortérfogatok kozotti kiillonbségekbdl szdrmazé informécidkat hasz-
naljam fel. A tumortérfogat kiillonbségek vizsgdlatan alapuld algoritmus folyamatédbrija a
3.1. dbran lathat6. Az id6sorok interpolécidja sordn a ¢ + 1 és a t idok kozotti tdvolsag kii-
lonbsége 1. A valds mérési adatok interpolacidjat kovetéen kiszdmoltuk a tumortérfogatok
kiilonbségeit, amelyek a kovetkez6képpen irhatdk fel:

Ay = Yir1 — Ye- (3.3)
Ezenkiviil kiszdmitottam a médsodrendi kiillonbséget is:
Ay = Ay — Aypoy = Ys1 — 200 + Yot (3.4)

Eldszor a valtozasok eljeleit hasonlitottam Ossze a szdmitott differencidkat felhasznélva.
Csak azokat az értékeket vettiik figyelembe, ahol a meredekség eldjele ellentétes volt az egy-
mast kovetd értékeknél. Figyelmen kiviil hagytam azokat az adatokat, amelyek nem feleltek
meg tehat a sign(Ay;) # sign(Ay,_1) kritériumanak. A megmaradt adatok felhasznaldsdval
a (3.5) pontban leirtak szerint pontszamot allitottam 0ssze. Ez az s pontszdm annak megha-

27 2

tdrozasara lett 1étrehozva, hogy egy adott mérési pont milyen mértékben mindsithetd kiugrd

értéknek: A A2 A A
max ) _
5, = Ayt+A2yt+ Yt i Yt i ( Yi, AYt 1)

- , 3.5
Yt Yt mln(Ayt, Ayt—l) (3-5)

Aye A2 Aye,Aye— L. D .
ahol Ay, Ay, Tyt’ ytyt, rrTi)(((Ayﬁ Ayy*t_ll)) nagysagai azt jelzik, hogy az adatpont mennyiben

tér el a mellette 1évo értékektdl. A kifejezés utolsé tagja az egymast kovetd kiilonbségtagok
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3.1. dbra. Az tumortérfogatok kozotti differencidk vizsgdlatan alapul6 kiugré érték meghata-
rozas folyamatabréja.
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ardnyét irja le. A szdmlalo értéke tehdt minden esetben nagyobb, mint a nevezd értéke, ezzel
biztositva, hogy minden egyes tagban nagyobb nagysdgrendd érték a potencidlis kiugrd ér-
tékeket jelezze. Ez a pontozasi mddszer s,, értéket ad minden egérre (minden id6sorra), ahol
minden elem a ¢ idSindexhez tarsitott pontszdmokbdl 4ll:

Sp={Sps:t €T} (3.6)

A kidolgozott képlet segitségével elemeztem az s,, halmazban 1évo értékek interkvartilis tar-
tomanyat (IQR). Esetemben az értéket kiugro értéknek tekintettiik, és a ¢ idSpontban végzett
mérést anomadlidnak jeloltiik, ha kiviil esett a Q3 + 3IQR hatdron, ahol IQR = Q3 - Q; és
Qg3 (felsd kvartilis) az adatok alsé 75%-at, mig Q (alsé kvartilis) az adathalmaz 25 %-anak
a hatarat jeloli. Fontos megjegyezni, hogy az s, bedllitott értékek normalizalasra keriiltek
a statisztikai mérdszamok kiszamitdsa el6tt. Ennek a normalizaldsnak az volt a célja, hogy
biztositsa az 6sszes kifejezés egyenld stlyozasit a végsd értékben. Kovetkezésképpen a nor-
malizdlds utdn a (3.5) minden egyes tagja 0 és 1 kozott véltozott.

Az éltalam kifejlesztett algoritmus hatékonyan képes volt az anomaélidk észlelésére a ren-
delkezésre 4ll6 idGsor-adatokban (melyet a 4. fejezetben ismertetek) ; ugyanakkor a tilillesz-
kedés kockdzatanak minimalizadldsa érdekében egy madsodik, altaldnosabb megkozelitést is
implementdltam. A masodik — autoenkdder-alapti — algoritmus folyamatdbraja a 3.2. dbran
lathat6. Az autoenkdder a 2.3. alfejezetben bemutatottak alapjan képes megtanulni idésorok
dinamikdjat és azokat rekonstrudlni. EbbSl adéddéan barmilyen anomadlia vagy kiugré érték
rekonstrukcids hibaként jelenik meg a kimeneten. Esetemben az autenkdder célja, hogy a
rendelkezésiinkre all6 53 darab tumortérfogatot tartalmaz6 idSsorbdl ())) megtanulja a tu-
mordinamikat, tehdt a mar betanitott hal6zat egy kiugro értéket tartalmazoé idésor esetén ké-
pes legyen azt detektdlni. Az autoenkdder két LSTM neurélis hdlézatbdl épiil fel. A bemenet
az 53 darab id6sor, azaz az 53 tumortérfogat mérés, eltérd hosszal. Az LSTM héldzat ese-
tében lehet6ség van arra, hogy eltér6é hosszisagu idosorokkal tanitsuk be a haldzat sulyait.
Ez azzal a konfigurdcioval oldahat6 meg, ha tigynevezett padding-et alkalmazunk. Az utolsé
tumortérfogat mérést kovetd fennmaradé értékeknek példaul —10 értékeket adunk meg, majd
a halézat felépitésénél a bemeneti rétegnél ezt az értéket megadjuk. A bemenet az idsorokat
szekvenciakként kapta meg, ahol egy szekvencia (Y,,) Osszesen 5 tumortérfogat értékbdl all.
Minden iddsort felbontottam mozgé ablakkal Osszesen 298 x 5 nagysdgd matrixokra, ugy
hogy minden dj 5 elemet tartalmazé vektort egy idéegységgel eltoltam az el6z6hoz képest.
A 298-as érték az 53 egérbdl a leghosszabb mérési iddintervallum alapjan lett megéllapitva.
Ennek kovetkeztében az autoenkdder bemenete az 6sszes tumortérfogat idésort tartalmazva
52 x 298 x5 nagysagu. Minden tanitds sordn egy darab iddsort kivettem a teljes adathalmazbdl
a keresztvalidacio sordn torténd teszteléshez, melyet a 4. fejezetben részletezek.
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3.2. dbra. A kiugré érték meghatarozdsara alkalmazott, autoenkdderen alapul6 algoritmus fo-
lyamatédbrdja. A betanitott autoenkdder eldrejelzésébdl és az eredeti iddsorok kiilonbségébdl
rekonstrukcids hiba szamithat6. A rekonstrukcids hiba nagysigat alkalmaztam a kiugro érté-
kek indikdtoraként.

30



Az enkdder elsd rétege egy Masking réteg, mely a kiilonboz6 hosszisigu idosorok kom-
penzdlasaként van jelen. Ezt harom LSTM réteg koveti, ahol a neuronok szdma rendre 128,
64, és 32. A dekdder hal6zat bemenete az enkdder kimenete, tehat 32 hosszasagu vektor. Ezt
kovetden egy RepeatVector réteg koveti, mely plusz egy dimenziét ad a bemenethez, tehat az
enkoder kimenetéhez. Ezt kovetéen a dekdder LSTM halézat is harom LSTM réteggel ren-
delkezik, melyek 32, 64, 32 neuront tartalmaznak. Ezt az architektdrdjd halézatot tanitottam
be az 52 x 298 x 5 nagysagu idésor szekvencidkat tartalmazé bemenettel. Egy neurdlis hal6zat
52 id8sor adatai alapjan tanult be, Gjratanitdssal, igy mivel egy idGsor betanitdsa 25 epoch-
bol allt, sszesen 52 x 25 = 1300 epoch alatt tanult be. A tanitas sordn Adam optimalizalot
alkalmaztam. Az LSTM autoenkdder 1étrehozdsdhoz és betanitdsahoz a Tensorflow konyvtar
keras.Model osztalyat alkalmaztam.

Zajsziirés a tumortérfogatokat tartalmazo idosorokban

A kiugro értékek kiszlirését kovetden az adatok zajsziirése tortént. A zaj és a kiugro érték ko-
zott a kiilonbség, hogy mig el6bbi szamomra értékes informaciét tartalmaz, addig az utébbit
szerettem volna eltdvolitani, hiszen hamis informdaciét ad az adatokrdl. Tehat els6 1épésben
fontos volt a kiugro értékek meghatirozasa, melyet kovethetett a zaj csokkentése.

Az idG6sorok valés mérésein Wavelet-transzforméciét alkalmaztunk a zaj kiszlrésére. A
Wavelet-transzformdacié egy mdédszer, amelyet a jelfeldolgozasban haszndlnak, beleértve sza-
mos adattipust, példdul hangjeleket és képeket. A Fourier-transzforméaci6 Kkiterjesztett val-
tozatdnak tekinthetd, mivel szintén a jelek kiillonb6z6 komponenseire torténd szétvalaszti-
sdra alkalmas. Mindazondltal részletesebb informaciét nyujt, mint a hagyomanyos Fourier-
transzformdciok, kiilondsen a nem staciondrius jellemz6ket mutat6 jelek elemzése esetén.

A diszkrét Wavelet-transzformacié (DWT) sordn a zajtalanitasi folyamat harom 6 sza-
kaszbol all: a jel felbontésa, kiiszobérték alkalmazésa €s az eredeti jel rekonstrukcidja [40].
A jel felbontdsanak eredménye egy hierarchikus felbontds, ahol a jel alacsony frekvencidju
€s nagy frekvencidjui Osszetevokre van felbontva. Ez a 1€pés hasonl6 az alul- és feliilateresz-
t6 sz{irG alkalmazdsahoz. Altaldban a kiiszobértéket a jel felbontdsa utdn alkalmazzak, arra,
hogy az anndl nagyobb értékekli komponenseket nulldzzuk vagy értékiiket lecsokkentsiik. A
Wavelet-transzformécionak a zajcsokkentésre vald felhasznalasardl sz6l6 irodalom szdmos
kiiszobértéket tartalmaz, amelyek koziil a kemény és a lagy kiiszob a leggyakrabban alkal-
mazott médszerek [41]. A feltételezett zajt reprezentdl6 kisebb egyiitthatok eltavolitdsdval
és a fennmarad6 zajmentes egyiitthatokkal a rekonstrukcids algoritmus alkalmazasaval az
eredeti jel visszadllithat6 az inverz diszktrét Wavelet-transzformdcioval.

A zajcsokkentéshez el6szor a jelet (esetiinkben a tumor idOsorét) NV szintl egyiitthatdkra
bontottam. Az elsd lista tartalmazta az alacsony frekvencidju egyiitthatdkat tartalmazé métri-
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xokat, a kovetkezd lista pedig a magas frekvencidju egyiitthatokat. A bemenet zajit a magas
frekvencidk kisziirésével csokkentettem, ami azt jelenti, hogy a koefficiensek egy részét nul-
lara allitottam az aldbbiak szerint:

0 haj < A,

T(W,\) = (3.7)
W kiilonben.

A )-t hdromnak vélasztottam, mig a wavelet fliggvénynek a Symlets sym5 fliggvényt hata-
roztam meg. A kiiszobértékek meghatdrozasa utdn a 1" értékekbdl rekonstrudltam a jelet. A
folyamat soran PyWavelet-t Python konyvtarat hasznaltam [42].

A 3.3. dbran lathatunk egy példat a wavelet dekompoziciéra €s rekonstrukcidra kiilonbo-
z0 )\ kiiszobértékekkel. Fentrol lefelé haladva a A értéke novekszik, ami azt jelenti, hogy a
részletesebb egyiitthatok (magasabb frekvencidk) nullara keriilnek.
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3.3. dbra. A Wavelet-transzformdcié alkalmazdsanak eredményei idésoros adatokon. A piros
X" jelek a megfigyelt tumortérfogat-méréseket jelolik, beleértve a zajt is, mig a kék vonal a
Wavelet-transzformécié alkalmazésa utan kozelitett értékeket mutatja. A koefficiensek szd-
manak novekedésével nd a nulldra allitott magas frekvencidji komponensek szama.

3.2. Idosorok klaszterezése tumordinamika alapjan

Virtualis paciensek létrehozasa a klaszterezéshez

A tumortérfogat mérések klaszterezése soran a cél az eltérd tumordinamikat mutaté virtualis

paciensek eltéré csoportokba valé szelektédldsa volt egy feliigyelet nélkiili algoritmus segit-
ségével. Egy virtudlis paciens alatt adott tumortérfogatokat tartalmazé idésorhoz kapcsolédo
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paraméterhalmazt értjiik. Az eltérd tumordinamikdk meghatarozasit kovetden a paraméterek
értékei is csoportosithatok, ezaltal pedig informacié nyerheté az adott betegr6l. A klaszte-
rek alapjan adott tumordinamikdhoz tartoz6 paraméterintervallumok is feldllithatok, melyek
jobb kezdeti értéket biztosithatnak a terapiageneralds sordn vagy a paraméterek identifikéci-
0ja esetében.

A létrehozott algoritmus a 3.4. dbran l4thatd. Az algoritmus kiindulési 1€pése az adott
egér kivalasztisa a rendelkezésre all6 53 egérbdl. Az egér kivalasztdsa alatt a kezelések ér-
tékeit fixdljuk, tehdt a rendszer bemenetét (u) egy vektor formdba rendezziik. Ezt kdvetGen
egyenletes eloszlasbol elére meghatdrozott minimum és maximum paraméter intervallumbdl
generdlunk paraméter értékeket. A pszeudo-randomszam generdldshoz a Python nyelv numpy
nyilt forraskodi konyvtaranak a random.Generator.uniform metdédusat alkalmaztam. A meg-
adott minimum €és maximum értékek korabbi paraméterillesztési eredményekbdl szarmaznak,
ahol az 53 egér 0sszes meghatarozott paraméterei koziil vettem a minimum €és maximumot.

A paraméterek és a bemenetek ismeretében minden napra meghatdroztam a tumortérfoga-
tot a 2.1. alfejezetben bemutatott modell alapjan. A kdzonséges differencidlegyenlet-rendszer
numerikus megolddsa a scipy csomag integrate.odeint metédusaval tortént. A kezdeti értékek
a differencidlegyenlet megolddsa sordn x(0) = (z1(0), z2(0), x3(0), z4(0)) formdban {rhaték
fel, ahol x; az €16 tumortérfogat, o a halott tumortérfogat, z3 a gydgyszerszint a vérben
mig z4 a gyogyszerszint a szovetben a kezdeti 0 iddpillanatban. Esetiinkben minden kezdeti
érték meghatdrozasa sordn z4(0)-t a teljes tumortérfogattal kozelitettem, mig a tobbi dllapot-
valtoz6t nulldnak vettem. Tovabba 3 értékéhez minden nap a szimuldcié soran hozzdadtam
az adott napi beadott kemoterdpids szer mennyiségét. Tehat a kezdeti értékeket tartalmazo
vektor 2(0) = (y(0),0,u(0),0) formaban irhato fel.

A szimuldci6 sordn sziikség volt a tumortérfogatoknak egy felsé hatdrt szabni az expo-
nencidlisan elszall6 tagok kovetkeztében, igy a maximalis tumortérfogat értékének minden
egér esetében az adott egyed mérései soran meghatarozott maximaélis tumortérfogat értéket
vettem. A mérés minden napjara szimuldlacidval meghataroztam a tumortérfogatok értékeit.
Ezeket egy két dimenzidés métrixba gy(jtottem, ahol minden sor egy adott paraméterekkel
rendelkezd egyedet jelent, mig minden oszlop az adott egyed tumortérfogatat az adott napon.

Osszesen egerenként 20 000 darab tumortérfogatokat tartalmazé idsor keriilt lementés-
re a 3.1. tdbldzatban 14that6 formaban. A tdbldzatban minden sora egy uj idGsort jelent, tj
paraméterekkel. Tehat a tdbldzat ugyanannak a kezelésnek az eredményeit mutatja eltér6 pa-
raméterek mellett minden napra.

A 3.1. tablazat mellett lementettem tovabba a hozzajuk tartoz6 paraméterek értékeit is a
3.2. tdblazat szerinti formdban. A két tablazatot 6sszekotd egyedi kulcs a sorszamuk. Ez alap-
jan a 3.1. tdblazat pirossal kiemelt els§ sordban szerepld tumortérfogat értékek paraméterei a
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3.4. dbra. A tumortérfogat értékeket tartalmazo iddsorok klaszterezésére 1étrehozott algorit-
mus folyamatabrdja. Az algoritmus a folyamat elején kivélaszt egy kezelést, virtudlis tumor-
térfogat méréseket generdl hozza, majd csoportositja azokat tumordinamikédk alapjan.

34



Sorszdm | 1.nap 2.nap 3.nap 4.nap S.nap 6.nap . . . 105 nap
1. 42330 461.50 489.14 504.65 508.69 50559 . . . 1.25
2. 42330 511.52 59738 676.02 74544 81076 . . . 5651.50

20 000. | 423.30 634.59 911.70 1262.92 1701.37 2268.15 . . . 7277.66

3.1. tdblazat. Az idG6sorokat (tumortérfogat értékeket) tartalmazé tablazat. A tdbldzat minden
sora ugyanazon kezeléshez tartozo lehetséges tumortérfogat értékeket tartalmazza. A sorok a
szimuldci6 sordn felhasznélt paraméterek értékeiben térnek el.

tumormodell alapjdn a 3.2. tdbldzat a szintén pirossal kiemelt els sordban l4thatok. A c, ki,
ko értékei minden esetben azonosak, mivel ezek a modell farmakokinetikai paraméterei (c,
ki, ko).

Sorszam a b n W ED50 C kl k2
1. 0,3189 8,2970 0,0132 0,0820 12,2223 11,8211 14,0008 136,2781
2. 0,5011 10,5124 0,0131 0,0799 2,1342 11,8211 14,0008 136,2781
20000. | 0,3870 17,5731 0,0151 0,0839 2,1685 1,8211 14,0008 136,2781

3.2. tablazat. A 3.1. tablazatban taldlhat6 tumortérfogat iddsorok generaldsa soran felhasznalt
paraméterek értékei.

Idosorok klaszterezése

A 20 000, kiilonbozd paraméterekkel rendelkezd iddsor 1étrehozasit kovetden, az iddsoro-
kat csoportositottam hasonlé tumordinamika alapjan. A csoportositds onszervez6dé térkép
(SOM - Self-Organizing Map) alkalmazdasaval tortént, mely egy klaszterezd algoritmus [43].
A SOM egy, az irodalomban elterjedt médszer az idGsorok csoportositdsdra szamos teriileten
[44, 45], tobbek kozott rendszeridentifikacid esetén is hasznalatos [46, 47]. Korabbi mun-
kdkban mar alkalmaztdk a tumordinamika és a farmakokinetika jellemzdinek kinyerésére €s
Osszefliggések meghatdrozdsara a tumortérfogatokat tartalmazé idésorok alapjan [48].
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A klaszterezés 1ényegében feliigyelet nélkiili tanuldsi médszer, ahol cimkével nem ren-
delkez$ tulajdonsdg vektorok dllnak rendelkezésiinkre. A klaszterezés célja, hogy az egy-
mashoz hasonl6 adatpontokat ugyanabba a klaszterbe csoportositsa, mikdzben a kiillonb6z6
adatpontokat kiilonboz6 klaszterbe szétvdlassza [49]. A hasonldsdgot jellemzben tdvolsag-
vagy hasonldsdgi metrika hatdrozza meg, példaul euklideszi tdvolsdg. A klaszterezés tehat
felirhat6 egy optimalizaciés problémaként az aldbbiak szerint:

k
WCSS =YY [z —all, (3.8)

i=1 zeC;
ahol W(C'SS (Within-Cluster Sum of Squares - Klaszteren beliili négyzetdsszegek) az adat-
pontok és a hozzdjuk tartoz6 klaszterkbzéppontok kozotti négyzetes euklideszi tavolsdgok
Osszege. Tovabba ¢; a C; klaszter kozéppontja, és ¢ az Osszes adat kozéppontja. A cél te-
hat a diszperzi6 csokkentése, mely azonos klaszteren beliili elemek kozotti tdvolsadg. Tehat
a (3.8) egyenldség felfoghat6 tigy, mint egy mérdszam arrdl, hogy a klaszteriink mennyire
homogén vagy heterogén elemeket tartalmaz. Ertelemszertien ezt igyeksziink minimalizalni,
hiszen az a cél, hogy minél hasonlobb elemeket tartalmazzon minden csoport, tehat minél
jobban tudjuk ket tulajdonsdgaik alapjan csoportositani. Ha a fenti egyenlet szerint ssze-
adjuk az 6sszes klaszterhez tartozo6 diszperziot, akkor megkapjuk, hogy a teljes adatkészletre
hogy teljesit az algoritmusunk.

Tovabba a masik cél, hogy a klaszterek kozotti tdvolsagot szeretnénk maximalizdlni, mely
az alabbi formaban irhato fel,

k
BCSS =Y mille; — |, (3.9)
i=1
ahol BCSS (Between-Cluster Sum of Squares - Klaszterek kozotti négyzetdsszegek) a klasz-
terkozéppontok (4tlag) és az Osszes adat kozéppontja (dtlag) kozotti négyzetes euklideszi
tavolsagok silyozott osszege. Tovabba m; a C; klaszterben 1évé elemek szama [50].

A klaszterezés sordn tehat a cél, hogy (3.8) kifejezést minimalizdljuk, mig (3.9) fiigg-
vényt maximalizdljuk. Ha a két fiiggvénynek szeretnénk optimumot taldlni, akkor egy trivia-
lis megold4s az, ha minden klaszter csupan egy darab elemet tartalmaz, tehat a klaszterszam
megegyezik az adatbdzisunk elemszdmaval. Ezdltal a kiillonboz&ség a klaszteren beliil nul-
la. Ebbdl adéddan az algoritmusnak tovabbi korlatokat kell megadni, mint példaul a klasz-
terek kozotti tdvolsdgnak egy als6 limit megaddsa vagy maganak a klaszterek szdmanak a
megaddsa. Esetiinkben a klaszterszam megadasa kézenfekvobb megolddsnak bizonyult, igy
a klaszterezést megel6z6en minden esetben meghatiroztam a kalszterszamot. A klaszerszam
meghatdrozdsa sordn az irodalomban elterjedt 6kolszabalyt alkalmazom, mely szerint a klasz-

terszam az adatméret felének négyzetgyoke.
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A Kklaszterezés elGtt a bemenetet normalizaltam, a kovetkezOk szerint:
Y - Ymin
Ymax - Ymin7

ahol Y az eredeti tumortérfogatokat tartalmazo6 vektor, mig Y.« az Y vektor maximum mér-

Yiorm = (3.10)

téke, mig Y, @ minimuma. Y., a normalizdlt tumortérfogatokat tartalmazé vektor. A SOM
algoritmus tanitdsa sordn a hiperparaméterek az aldbbi értékeket vették fel: v = 0.3, n = 0.1,
epoch = 5000. A (2.21) egyenlet alapjan ~y értéke meghatdrozza, hogy a sulyfrissités mekko-
ra szomszédsagara terjed ki a BMU neuronnak. Az n értéke a sulyfrissités nagysagat, tehat a
tanulasi sebességet befolyasolja, mig az epoch, az iterdciok szamat jelenti a tanuldsi folyamat
soran. A hiperparaméterek meghatdrozdsa empirikus tton tortént.

3.3. Paraméterbecslo autoenkoder létrehozasa

A munkdm sordn a masodik algoritmus mely a tumormodell paramétereinek meghatarozasa-
ra alkalmas, egy speciélis autoenkdder-alapu algoritmus. A 1étrehozott hal6zat a becsiilt €s
az eredeti tumortérfogatokat tartalmazé iddsorok kozotti kiillonbségek minimalizalasa altal
képes a paraméterek meghatarozasara és megtanuldsara.

A 3.5. dbran lathat6 a 1étrehozott teljes rendszer felépitése, melynek a struktirdja megfelel
egy autoenkdédernek. Az autoenkdderek két 6 komponensbdl épiilnek fel: egy enkdderbdl és
egy dekdderbdl. Az enkdder feladata, hogy a bemeneti adatokbdl allitson el6 egy tomoritett
reprezentéiciot, mig a dekdder feladata, hogy a tomoritett reprezentédcidt visszaalakitsa az ere-
deti bemeneti adatokhoz lehetd legkozelebb 4116 formdjdra. Annak mértékét, hogy mennyire
sikeriilt j6l megkozeliteni az eredeti adatokat, a rekonstrukcids hibaval irhatjuk le, mely a
bemenet és a kimenet kozotti négyzetes kiilonbsége.

Esetiinkben a bemenetek a rendelkezésiinkre 4ll6 tumortérfogatok és a beadott kemote-
rapids szer dézisainak értékeibdl alkototott adott hosszusdgu idésorok. A héldzat tanitdsdhoz
nem sziikségesek a modell alapjan hozzatartozé paraméter értékek, azokat a tanitds folyama-
ta alatt a rendszer magétdl hatdrozza meg, azdltal, hogy a haldzat sulyait hangolja ugy, hogy
a bemeneti tumortérfogat és az aktudlis paraméterek dltal megszabott kimeneti tumotérfogat
kozott a kiillonbség minimdlis legyen. Az autoenkdder tehét esetiinkben abban tér el az iro-
dalomban elterjedt alapkoncepciétdl, hogy csak az enkdder egy neurdlis halézat, a dekdder
nem az, nem tartalmaz tanithat6 stlyokat. A dekéder egy ODE megoldd, ami a paraméte-
rekbdl €s a kezdeti feltételekbdl elddllitja a tumortérfogatokat. Az autoenkdder tanitdsa sordn
eldszor tanitd adatokat generdltam a tumormodell felhasznélasdval. Ezt kovetden a generalt
adatok elsd felével elGtanitottam a hdlézatot, majd pedig a mésodik felével betanitottam az
autoenkddert.
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3.5. dbra. A paraméterbecsl6é autoenkdder felépitése. Az autoenkdder a bemeneti tumortér-
fogatok és a becsiilt tumortérfogatok kozotti kiillonbség minimalizalasdval hatdrozza meg a
bemeneti tumortérfogatokhoz tartozé paraméterek értékeit.

Tanité adatok generalasa

Mivel valds, egereken végzett mérésekbdl nem all rendelkezésiinkre egy neurdlis hdldzat be-
tanitdsdhoz elegendd adat, igy a tumormodell felhaszndldsaval létrehoztam 20000 szimulalt
bemeneti adatot tartalmazé adatkészletet. A tanité adatgenerdlds sordn pszeudo-randomszam
generatorral dllapitottam meg dozisokat €s paramétereket adott intervallumon beliil, majd pe-
dig a kezdeti értékek és paraméterek ismeretében szimuldltam a 2.1. alfejezetben ismertetett
tumormodell kimenetét egy numerikus integritor segitségével. Ezaltal d6zisokat és tumor-
térfogatokat tartalmazé idésorokat kaptam. Ezeket két matrixba gytijtottem, ahol minden sor
egy iddsort tartalmazott. A generdlt paramétereket szintén egy matrixba gytjtottem, ahol a
sorok szintén egy virtudlis pacienshez tartoztak.

Egy tumortérfogatokat tartalmazo iddsor szimuldcidja sordn eldszor egyenletes eloszlas-
bdl generdltam a 2.1. tdbl4dzatban feltiintetett tartomanybdl egy-egy értéket, mind az a, b, n,
w, EDs5g, ¢, ki és ko paraméterek esetében. Ezt kovetden virtudlis kezelést generdltam, azal-
tal, hogy figyelembe vettem a 3.6. abran feltiintett kezelési rendet. Az abran az lathatd, hogy a
normadl protokoll szerint minden hétk6znap tumortérfogat mérés van, kedden és pénteken pe-
dig kemoterdpids szer beinjekciézdsa torténik. Ezt a szimulacid sordn ugy vettem figyelembe,
hogy a randomszam generatorral 1étrehoztam minden keddi és pénteki napra nulla és nyolc
mg - kg~ ! nagysagu dézisokat, egyenletes eloszldssal. A felsS hatdra a beadott dzisoknak az
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3.6. dbra. A tanit6 adatok generdldsa soran alkalmazott mérési elrendezés. Az alkalmazott
protokoll alapjan hetente kétszer, kedden €s pénteken torténik injekcidzds, mig hétkoznaponta
torténik tumortérfogat mérés.

allatkisérletek sordn alkalmazott felsd hatar volt.

Mivel a differencidlegyenletek megoldésa fiiggvények sokasdga, igy az adott feltételek-
hez tartoz6 megoldast keressiik, igy a numerikus kozelité mddszerek esetében is sziikséges
a kezdeti értékek megaddsa, amivel lesziikithetd a keresési tartomdny. A tumormodell négy
allapotvéltozot tartalmaz, igy mindegyik valtozonak sziikséges megéallapitani az értékét a kez-
deti idopillanatban. A szimulécié sordn létrehoztam egy kezdeti értékeket tartalmazé méatrixot
is, ahol minden sor szintén egy virtudlis pacienshez tartozé kezdeti érték vektor, mely négy
hosszisagu és tartalmazza az x4, T, x3 és x4 értékeit a t = 0 idGpillanatban. Az x1(0) értékét
— mely az é16 tumor térfogata — a teljes tumor értékével kozelitettem, azzal a feltételezéssel
élve, hogy a mérés elején még nincs elhalt tumor rész és randomszam generatorral hataroz-
tam meg, 0 és 200 mm? kozott egyenletes eloszldssal. Ennek kivetkeztében az elhalt tumor
mennyiségét (z5(0)) viszont nulldnak vettem. A gydgyszer koncentracidjanak értékét a vér-
ben (23(0)) és a szovetben (x4(0)) szintén nulldnak vettem a kezdeti idGpillanatban.

Tehat a négy — doézisokat, tumortérfogatokat, paraméterek, kezdeti értékeket tartalma-
z6 — matrix sorainak a sorszdma tekinthetd az els6dleges kulcsnak vagy azonositénak, ami
Osszekoti a hdrom tanitasra létrehozott tablat. Minden tdbldzat adott sora egy adott virtu-
alisan generdlt paciens kimentett értékeit tartalmazza. Minden virtudlis paciens esetében a
szimulacidkat mindig egy napra futtattam le forchode [51] kozonséges differencidlegyenlet
megolddjaval, a kapott tumortérfogatokat kimentettem a hétkdznapokon, kedden és pénteken
pedig hozzdadtam az x5 viltozéhoz a generalt adott napra es6 dézist. Osszesen 20000 virtu-
alis pacienst generdltam, tehat az idGsorokat tartalmazé matrixok 20000 x 105 nagysaguiak
voltak, a kezdeti értékeket tartalmaz6 matrix 20000 x 4-es, a paramétereket tartalmazé pedig
20000 x 8-as méretd volt. A 20000 nagysagu adatbazist elfeleztem, els6 felét elGtanitdsra a
masodik felét pedig az autoenkdder tanitdsara hasznaltam fel.
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A halozat elotanitasa

Ahhoz, hogy az autoenkdder a tanitds sordn olyan paramétereket dllitson eld, amelyek bio-
l6giailag értelmezhetd nagysdgrendbe esnek, a haldzatot eldszor elStanitottam a paraméterek

ismeretében. A paraméterek tobbsége nap~!

mértékegységli, ennek megfeleléen egy adott
skalan mozognak, melynek van egy bioldgiailag limitalt alsé és felsd hatdra. Az elStanitasra
tovdbba amiatt is sziikség volt, mivel az enkdder kimenete a tumormodell paraméterei, ami
egyben a bemenete az ODE megoldonak. Mivel a numerikus integrator csak adott interval-
lumon beliili értékekkel tudja szimuldlni a tumormodell kimenetét, a bemeneti paraméterek
nem vehetnek fel tetszélegesen nagy szdmot, kiilonben numerikusan instabil kimenetet ered-
ményezhetnek. Ha nem tanitottam volna el6 a halézatot, akkor olyan paraméterkombindci-
okat is eldre jelzett volna, melynél az ODE megoldé a hirtelen nagy véltozasok esetében a
kimeneten nem tudja lekezelni az adaptiv 1€péskoz valasztast.

Az elbtanitds sordn a hdlézat bemenete két idésor volt: a tumortérfogatokat és a dézisokat
tartalmazé matrixok sorai, mig a kimenete a paraméterek voltak. A bemeneteket és a kime-
neteket normalizdltam miel6tt betanitottam a hal6ézatot. Normalizdlds sordn minden véltozot
0 és 1 kozé skalaztam at, min-max normalizaciéval az aldbbiak szerint:

pj — P
p; = mjax _;min’ (311)
J J

ahol pf; a j-edik paraméter normalizalt érté€ke, mig p;-“i“ és p;“i“ a j-edik paraméter hatdrai a
2.1. tablazatban.

A tanitas sordn az adatkészletet felosztottam 0,70:0,15:0,15 ardnyokban tanito, validalo
€s teszt adatkészletre. A tanité adatkészletet hasznaltam a hédlézat elStanitdsahoz, mig a va-
lidacids adatkészletet arra, hogy a hédlézat hiperparamétereit az elGtanitds sordn hangoljam
és a tulillesztést elkeriiljem. Minden iterdcié végén a validaciés adatkészleten értékeltem ki
a halozat teljesitményét, viszont az ebbdl szamitott hibat nem terjesztettem vissza a hal6zat
sulyaira. A teszt adatkészletet a mér betanitott hal6zat kiértékelésére hasznaltam.

Az elbtanitds folyamata soran 10000 adatot hasznaltam fel. Az adatkészletet 1000 nagy-
sagu kotegekre osztottam. Egy teljes iterdcid abbdl allt, hogy minden kotegre megtortént a
hiba kiértékelése és annak a visszaterjesztése a hdldzat sulyaira, tehat 6sszesen egy iteracion
beliil 10 alkalommal terjesztettem vissza a hibét. A folyamat sorédn un. korai leallési feltételt
alkalmaztam, mely szerint a tanitds leallt, ha 5 iterdcion keresztiil nem véltozott a hiba értéke
a validacids adatkészleten. A hiba szadmitdsa sordn dtlagos négyzetes hibat alkalmaztam. A
3.7. arban lathat6 az elGtanitds sordn kapott dtlagos négyzetes eltérés iteracionkénti értéke.
Csak a gorbéket kiért€ékelve megdllapithatd, hogy a hdldzat be tudott tanulni a paraméterek
érteire. A validacio és a tanitas gorbéje hasonl6 ivet kovet, mely alapjan sem til-, sem pedig
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3.7. abra. A neurdlis hal6zat eldtanitasa sordn kapott hibdk a tanité adatkészletre és a vali-
dé4cids adatkészletre. A hibdk a becsiilt paraméterek és az eredeti paraméterek normalizalt
értékei kozotti atlagos négyzetes eltérést mutatjak.

alulillesztés nem figyelhet6 meg. Ha a validaciés hiba egy id6 utdn elkezdett volna ndni, vi-
szont a tanitds alatt szdmitott hiba nem, az azt jelentette volna, hogy a halézat tdlilleszkedett
(overfitting) a tanit6 adatkészletre. Mindazonaltal a korai ledllési feltétel ezt az esetet hivatott
megakaddlyozni.

A teszt adatkészleten kiértékeltem az elGtanitott halozat predikcids képességét. Az erre
a célra elkiilonitett adatkészleten eldre jeleztem a paraméterek értékeit majd pedig egy hisz-
togrammon dbrazoltam azokat. A paramétereket dbrdzoldst megel6z6en denormalizdltam az
eredeti intervallumukra. A 3.8. dbrarél megallapithat, hogy egy sziikebb intervallumra tanult
rd a hél6zat, mint az eredeti intervallum. Ezéltal feltételezhetd, hogy kevésbé j6 éltaldnosi-
t6 képességgel rendelkezik. Mindazondltal a cél az elGtanitds sordn az volt, hogy a hélézat
megtanuljon egy olyan intervallumbdl értékeket eldre jelezni, amelyek az ODE megoldé be-
meneteként szolgdlhatnak stabil kimenetet produkalva.

Az enkéder: a neuralis halézat artchitektiraja és hiperparaméterei

A 3.9. dbrén l4thaté a 3.5. dbra bal oldala részletezve. Az autoenkdder bemenetei a tumortér-
fogatokat és a dozisokat tartalmazé két matrix : mind a kett6 N x L nagysagu. N a bemeneti
adatok szdma (esetiinkben 10000), mig L a mérés hossza. A valos egérkisérletek sordn is
a mért tumortérfogatok és a beadott dézisok alapjan szeretnénk az adott egér paramétereit
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3.8. dbra. A neurdlis hdlézat el6tanitasat kovetden kapott paraméterek (a, b, n, w, EDs5, c,
ky, ko) értékeinek gyakorisdgai a tesztelésre elkiilonitett adatsoron.
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meghatdrozni, majd a paraméterei alapjan terapiat generdlni.

A kiértékelés soran harom kiilonb6z6 hosszisagi tumortérfogat mérési hosszra tanitot-
tam be a hal6zatot és vizsgédltam meg a predikcids képességét. A matrixok minden sora egy
egyedi virtudlis pacienst tartalmazott, ahogy az dbra mutatja. A két méatrixot normalizaltam,
a maximum €és minimum értékeik alapjan, hogy egyforma sullyal vegye figyelembe a halozat
mind a két valtozét. A normalizalas (3.11)-hez hasonldan tortént.

A neuralis halozat

? Y = [yl, Y, .- .y105] / \ architectﬁréja
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3.9. abra. Az autoenkdder elsé szakaszanak a részletezett dbraja. Az enkdder rész a bemenet-
bdl és a neurdlis hdl6zatbdl épiil fel. A hdlézat bemenetei a tumortérfogatokat és a dézisokat

tartalmazé idésorok.

A héldzat hét rétegbdl épiil fel. A bemenete a tumortérfogatokat és dézisokat tartalma-
z0 1dGsorok, Osszesen 2 X L x 1280 nagysdgu, mig a kimenete 64 x 8 méretli. A hdldzat a
bemeneti adatokat egyetlen vektorrd alakitja, ami aztdn a hdl6zat bemenetét képezi. Az els6
réteg, amely 1280 dimenzids kimenetet hoz létre, szigmoid aktivicids fiiggvényeket haszndl,
amelyet dropout kdvet. Az un. dropout segit megakadalyozni a tiltanuldst azéltal, hogy vélet-
lenszerGien nulldzza (kiejti) az egyes bemeneteket a tanulds sordn. A dropout ardnyt 0,3-nak
vdlasztottam meg.

A masodiktol az 6todik rétegig minden réteg szintén 1280 egységet tartalmaz, és mind-
egyiket szigmoid aktivacié és dropout réteg koveti. A hatodik réteg a kimenetét 64 dimen-
zi6sra csokkenti, ami el6késziti az adatokat a kimeneti réteg szdmdra. Az utolsé (kimeneti)
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réteg, amely linedris kimenetet haszndl, az elére meghatarozott kimeneti méretnek (paramé-
terek szdma) megfelelGen adja vissza az eredményt.

A hdlézat tanitdsa sordn fontos volt az aktivicios fiiggvény megvilasztdsa. A kivédlasz-
tds sordn figyelni kellett arra, hogy mind az el6tanitds, mind pedig az autoenkdder tanitdsa
sorén jOl teljesitsen a halozat. Bar a ReLLU aktivacids fliggvény az el6tanitds sordn jobb tel-
jesitményt nytjtott, az autoenkdderben rosszabbul teljesitett. Tovabba a koltségfiiggvényben
atlagos négyzetes hibaval vizsgéltam az eltérést, mely nagyobb jelent6séget tulajdonit na-
gyobb hibdknak a négyzetes tulajdonsdgabdl adéddan. Ezaltal a hédlézatot szerettem volna
arra kényszeriteni, hogy azokra az idésorokra is ratanuljon, amik kevesebbszer fordultak eld,
viszont nagyobb hibdkkal. A tanuldshoz 1073 tanuldsi sebességet védlasztottam.

A tanitdshoz NAdam (Nesterov-accelerated Adaptive Moment Estimation) optimalizal6t
valasztottam, mely az Adam optimalizal6 algoritmust kombindlja a Nesterov momentum-
mal. A kiilonb6z6 paraméterek adaptiv tanuldsi sebességének meghatdrozasaval megbecsiili
a gradiensek elsd €s masodik momentumat. Ezaltal a Neszterov momentum beépitésével [52]
a konvergencia gyorsabba vélik.

A dekéder: a matematikai modell szimulacidja

Az enkdder — a neurdlis hil6zat — kimenetébdl, azaz a paraméterekbdl és a tumortérfoga-

7z

tokbol elballitott kezdeti feltételekbdl egy ODE megoldd segitségével a rendszer kimene-
te el6allithat6. Mivel a differencidlegyenleteket nem tudjuk analitikusan megoldani, ezaltal
numerikus mddszerrel szimuldljuk a megoldasat. A numerikus integracié a legelterjedtebb
modszer a kozelitd megoldasok eldéllitdsara. Kiilonféle integraciés modszerek 1éteznek, el-
térd pontossaggal és kovergencia sebességgel, mely koziil a legelterjedtebb az Euler-médszer
[53]. Mindazonéltal az Euler-mddszer sok esetben nem kelléen pontos, emiatt szamos mas
modszer is elterjedt. A munkdm sordn 6tddrendli Dormand-Prince-mddszert [54] hasznaltam
az egyenletek kozelitésére. A Dormand-Prince-mddszer explicit mddszer, tovabba a 1€pés-
koz nagysdgat automatikusan hatdrozza meg. Emiatt fontos beéllitani egy toleranciét, hogy
mekkor hibat engedhet meg a szimulécié sordn. Az abszolit megengedett hiba tolerancidjat
10~5-nek, mig a relativ hiba tolerancijat 10~3-nak vettem.

A neurdlis hdl6ézatok tanitdsa sordn fontos, hogy a 1épések differencidlhatéak legyenek és
az adatok mdtrixok forméjaban legyenek felirva. E16bbi amiatt elengedhetetlen, mert a halo-
zat autodifferencidlds segitségével terjeszti vissza a miiveleteken keresztiil a hibat a halézat
paramétereire a tanulds sordn. Ha olyan miiveletet taldl, mely nem differencidlhatd, akkor a
hibavisszaterjesztési folyamat megszakad. A métrixokba torténd felirdsa az adatoknak a pér-
huzamositds €s a kdtegenkénti adatfeldolgozds kovetkeztében szamottevd. A teljes bemeneti
adathalmazt a tanitds sordn éltaldban kotegenként adjuk at a haldézatnak és egy-egy koteg
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3.10. abra. Az autoenkdder dekdder része, mely a paraméterekbdl, kezdeti értékekbdl €s do-
zisokbdl elddllitja a szimuldlt tumortérfogatot. A szimuldlt tumortérfogat €s a valds tumortér-
fogatok kozotti dtlagos négyzetes eltérés értéke alapjan tanitjuk az enkdéder neurdlis hdl6zatat.
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egészére torténik a koltségfiiggvény kiszamitdsa, majd pedig a hibavisszaterjesztés. Ez joval
gyorsabb tanitdst eredményez, mintha egyesével vezetnénk be a bemeneteket a halzatnak,
valamint kiegyenlitettebb tanuldsi folyamatot biztosit. Ahhoz, hogy kotegenkénti feldolgo-
zast tudjunk végrehajtani, olyan differencidlhatd ODE numerikus integratort hasznaltunk a
tanitds sordn, ami képes parhuzamosan tobb kezdetiérték problémat megoldani a futdsi id6
szamottevé megnovekedése nélkiil [S5].

A 3.10. abran lathat6 a dekdder folyamatdbraja. A dekdder bemenetei az enkdder 4l-
tal elre jelzett paraméterek. A paramétereket denormalizdlom, miel6tt bevezetem az ODE
megoldoba. A kezdeti értékeket, dozisokat és tumortérfogatokat tartalmaz6 matrixokat az au-
toenkoder bemenetétdl csatolom ide. A paraméterek ismeretében megoldom parhuzamosan
annyi kezdetiérték problémara a tumormodellt, amekkora kdtegméretet allitok be. Minden
esetben egy napra oldom meg az egyenletet, majd az aznapi dézisokat hozzdadom az x3 al-
lapotvaltozéhoz (z; 3 = ;3 + d; ;). Az ¢ az adott kezdeti érték problémat jeldli (adott sort a
matrixokban), és N-ig tart, mig j = 1,2,3, ..., L, ahol L a mérés hossza. A szimulalt dllapot-
valtozokbdl kimentem az x; (el tumortérfogat) és xo (halott tumortérfogat) allapotvéltozé
Osszegét, ami a teljes tumortérfogat. Ezt kovetéen kiszdmitom az autoenkdder bemenete és
kimenete kozotti kiilonbséget. Minden tumortérfogatokat tartalmazo id6sort kivonok az elére
jelzett paraméterek dltal meghatdrozott tumortérfogatokbdl. Ezt a koltségfiiggvényt terjesz-
tem vissza a neurdlis haldzat sulyaira a torch.backward() fliggvény segitségével. A fiiggvény
arra szolgdl, hogy kiszadmitsa egy skaldr (dltaldban a koltségfiiggvény értéke) gradiensét az
elére meghatdrozott tenzorokkal szemben. Miutdn a gradiensek kiszdmitdsra keriiltek, a NA-
dam optimalizdl6 felhaszndlja a gradienseket a hdlozat sulyainak frissitésére, azzal a céllal,
hogy minimalizélja a veszteséget. Ez a folyamat a torch.step() fliggvény meghivasdval torté-
nik.
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4. fejezet

Eredmények

4.1. Kiugro értékek detektalasanak a Kkiértékelése

Mivel nem allt rendelkezésre az algoritmusok tesztelésére elegendd kiugro értéket tartalmazé
1ddsor, igy mesterségesen generdltam valos idosorokba anomalidkat. Az anomalidk generd-
l4sa sordn torekedtem arra, hogy az altalunk megfigyelt anomalids jelenséghez hasonlitson
a generalt kiugré érték. Egyenletes eloszlasbdl generdltam a kiugré érték napjat a mérés el-
s6 és az utols6 napja kozott. A pszeudo-randomszam generdldshoz a Python nyelv numpy
konyvtaranak a random.Generator.uniform metodusat alkalmaztam. A kiugré tumortérfogat
létrehozdsahoz az eredeti értéket szoroztam kettSvel. Ha az eredeti érték 500 mm? alatt volt,
akkor minden esetben az adott idsor maximum térfogatdt adtam meg. Mind a két alkalma-
zott algoritmust a létrehozott — kiugr6 értékeket tartalmazé idésorokbol all6 — adatbazison
teszteltem.

Differencian alapul6 algoritmus tesztelése

A 4.1. dbra bal és jobb oldaldn l4that6 két eltérs egér példdja a kiugré értékek meghatdrozasa-
ra. A felsd dbrdkon a valds kiugro értékek lathatok zold ponttal jelolve, mig az eldrejelzések
az als6 dbrdkon ldthatdk piros ponttal jelolve. Megfigyelhetd, hogy az algoritmus megfeleld-
en detektélta az anomaélidt mind a két esetben.

Erdemes megjegyezni az algoritmus egyik f6 hidnyossdgdt azonban, hiszen a mérések
elso és utolsé két adatpontjait az idésoron nem tudja vizsgdlni, mivel legalabb két érték sziik-
séges a masodrendi differencidk szdmitasdhoz. Ez kifejezetten hatranyos szdmunkra, mivel
gyakran az utolsé tumortéfogat értékek szamunkra a legmegtévesztébbek, hiszen rendszerint
akkor kezd el a tumortérfogat exponencidlisan novekedni, igy az azzal jar6 hirtelen meredek-
ség novekedést kiugronak tekintheti a legtobb algoritmus.
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4.1. dbra. Két példa a kiugr6 értékek meghatdrozdsara két egér esetében. Az dbrakon szerepld
1ddsorokon a kiugré értékek meghatarozésa a differencidk vizsgalatidn alapul6 algoritmussal
tortént.

Autoenkoder tesztelése

A kiugré értékek detektaldasara alkalmas autoenkdder betanitdshoz felhasznaltam a rendel-
kezésre 4ll6 idGsorokat, viszont minden id&soron tesztelni szerettem volna az algoritmust.
Ennek megolddsara a tesztelés sordn keresztvalidaciot alkalmaztam. A keresztvalidacid azt
jelenti, hogy az adathalmazt felosztjuk N egyenld részre, amelybdl N — 1 részt haszndlunk
a modell tanitdsdra, a fennmaradé részt pedig a validdlasra. Ezt megismételjiik N alkalom-
mal, mas-mds felosztdsban tanitva/tesztelve a modellt. Az N darab keresztvalidacié atlagos
eredménye tekinthetdé a modell mindségének. Az irodalomban a keresztvalidaciot a modell
tanitdsa sordn alkalmazzdk éltaldban, mindazonaltal a mér betanitott modell predikciéjanak
tesztelésére is alkalmas kis tanité adatkészlet esetén. A 4.2. abran lathatd a tanitas, tesztelés
és validacio felosztasanak dbrija.

Az 0sszes 53 darab id6sor mindegyikéhez kiilon betanitott modellt hoztam 1étre az al-
goritmus validacidjara. Tehat Osszesen 52 egeret hasznaltam fel minden esetben tanitdsra €s
tesztelésre (0,75:0,25 ardnyban), majd minden egér tumortérfogat idésorat kiilon teszteltem.
Tehat az 52 egeren betanitott hdl6zatot az 53. egér esetében kiugrd érték detekcidjara alkal-
maztam. Ezt a folyamatot rotdltam amig minden egér esetében rendelkezésiinkre nem 4llt a
predikcid.
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4.2. abra. A kiugro érték detektalasanak validacidja az autoenkdder esetében a kis tanitokész-
let miatt keresztvalid4cidval tortént.

Az anomdlidkat tartalmaz6 adatokon valé tesztelés sordn a halézat rekonstruélja a beme-
net minden értékét valamekkora ¢; rekonstrukcids hibaval. A 4.3. dbran lathat6 két anomaliat
tartalmazo id6sor rekonstrukciéja, mig az alsé dbrdkon a hozzatartozé rekonstrukciés hibak
abszolut értéke oszlopdiagramokon dbrazolva. A kiugré érték detekcidja a 3.2. folyamatabran
bemutatt 1€pések szerint tortént. A rekonstrukcids hibdk abszolut értékét vettem, majd meg-
hatdroztam a kapott értékeknek az interkvartilis terjedelmét (¢; > Q3 + 3IQR), végiil pedig
megjeloltem a kiugro értékeket.

A 4.4. abran lathat6ak az el6z6 4.3. dbra rekonstrukciés hibdjabol meghatarozott kiugrd
értékek. Az eredeti kiugré értékek a felsé dbrdkon lathatok zold ponttal, mig az eldrejelzett
értékek piros ponttal az alsé dbrakon. Megallapithato, hogy az algoritmus helyesen detektdlta

az anomaliakat.

A két algoritmus osszehasonlitasa

A tesztelés sordn minden lehetséges naphoz, amihez tumortérfogat érték tartozik hozzaren-
deltem egy igaz vagy hamis értéket annak fiiggvényében, hogy azon a napon normél vagy
kiugré tumortérfogat van. Ezt hasonlitottam 0ssze a predikci6hoz is anal6g 1étrehozott igaz
€s hamis értékeket tartalmazé vektorral. A 4.5. dbran foglaltam 0ssze a kapott eredménye-
ket mind a differencidk vizsgdlatan alapuld algoritmus, mind pedig az autoenkdder-alapu
algoritmus esetében. Az dbrin egy igazsdgmatrix (confusion matrix) szerepel, mely éltald-
ban klasszifikdcids algoritmusok teljesitményének kiértékelését teszi lehetdvé. Esetiinkben
az igazsagmatrix egy 2 x 2-es tdbla, mely informdciot szolgéltat arrdl, hogy a vizsgalt esetek
mekkora részében sikeriilt helyesen megbecsiilni a kiugré és a nem kiugro értékeket. Az igaz-
sdgmatrixok tartalmazzak mind a két algoritmus esetében mind az 53 idésor minden napjanak
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4.3. dbra. Két egér kiugro értékének a detektdldsa autoenkdderen alapul6 algoritmussal. A fel-
s6 dbrdkon kékkel az eredeti tumortérfogatokat tartalmazé idésorok lathatok, mig narancssar-
gdval a rekonstrudlt tumortérfogat (az autoenkdder eldrejelzése). Az alsé dbrakon a két gorbe
kozotti eltérést dbrdzoltam.
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4.4. dbra. Két példa a kiugr6 értékek meghatdrozdsara két egér esetében. Az dbrakon szerepld
1ddsorokon a kiugré értékek meghatarozasa autoenkdderen alapul$ algoritmussal tortént.
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tumortérfogat értékeit, mindegyik iddsor esetében egy darab kiugré értékkel.

A tablazatokban zolddel vannak jeldlve a helyes, mig pirossal a hibds elérejelzések. A 4.5.
abran lathat6 els6 igazsagmatrix a differencidn alapuld algoritmus teszt eredményeit foglal-
ja Ossze. A bal felsé sarokban zolddel jeloltem azokat a normadl értékeket az id6sorokban,
melyeket az algoritmus helyesen ignorélt. Ez 6sszesen 10 068 darab tumortérfogat értéket
jelentett. A jobb felsd sarokban azoknak az értékeknek a szdma l4thaté (Osszesen 3 eset),
melyeket az algoritmus kiugré értéknek prediktalt, de valdjaban nem voltak azok. A bal als6
sarokban Osszesen 4 eset lathat6, mely sordn az algoritmus normdl értéknek detektalta a kiug-
16 értékeket. Végiil pedig a jobb als6 sarokban lathato, hogy dsszesen 49 esetben a létrehozott
algoritmus helyesen hatdrozta meg a kiugroé értékeket, ez az 53 esetnek a 92,45%-a.

A 4.5 4bran lathat6 jobb oldali igazsagmatrix az autoenkdder eldrejelzéseit szemlélteti a
betanitast kovetéen. Megdllapithat6, hogy ez az algoritmus kevesebb esetben taldlta el meg-
felelGen a kiugroé értékeket. Bar 53 esetbdl 39-et detektélt az anomalidk koziil — ami az esetek
73,58%-ban helyes detekciot jelent — viszont 19 érték esetében jelzett tévesen kiugro érté-
ket. Bér az autoenkdder-alapu algoritmus a teljes intervallumon képes volt elérejelzést adni,
mindazonaltal rosszabbul teljesitett 6sszességében.

Igazsagmatrix Igazsagmatrix

“ © 10000 gr— 10000
~ =
= =
v i 10068 y v Y 8000 |- 8000
@ g @ g
= g = 2 6000 M- 6000
8 8
= o = 5 4000 M- 4000
- B > g
S 49 S 39
5 3 -2000 ['-2000
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4.5. abra. A kiugro ért€ékek meghatarozdsanak eredeményei igazsdgmatrixok forméjéban. Az
abra bal oldalan a differencidn alapul6 algoritmus teszteredményei, mig a jobb oldaldn az
autoenkdderen alapul6 algoritmus teszteredményei lathatok.

A jobb 0sszehasonlitds érdekében kiszdmitottuk a hamis negativ és pozitiv ardnyokat
(FNR - False Negative Rate és FPR - False Positive Rate), valamint az igaz negativ és pozitiv
ardnyokat (TNR - True Negative Rate és TPR - True Positive Rate) az elore jelzett és a
valés értékekbdl. A kiugro értékek detekcidja sordn a hamis negativ ardny (FNR) a tényleges
kiugré értékek azon ardnya, amelyet az algoritmus nem észlel. Azt méri, hogy az algoritmus
milyen mért€kben nem képes a rendellenes értékeket detektdlni. A magas FNR azt jelenti,
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hogy az algoritmus jelentds szdmu kiugré értéket hagy ki. Az FPR a normadlis adatpontok
azon részaranya, amelyeket tévesen azonositanak kiugré értékként. A téves riasztasok vagy
téves észlelések gyakorisagat tikkrozi. A magas FPR azt jelzi, hogy az algoritmus tilérzékeny,
tul sok normalis pontot jelol kiugronak. A TNR, més néven specificitds, a tényleges normalis
adatpontok azon ardnya, amelyeket az algoritmus helyesen azonosit nem kiugronak. A magas
TNR és TPR azt jelenti, hogy a mddszer nagy pontossiaggal képes felismerni a normalis
méréseket és a kiugro értékeket.

A 4.1. tdblazatban Osszehasonlitottam a kiilonbozé metrikdk eredményeit. Megéllapit-
hatjuk, hogy a hamis pozitiv ardnyok (FPR) mindkét esetben kicsik, ami azt jelenti, hogy
mindkét algoritmus viszonylag ritkdbban mutat kiugré értékeket, amikor az adott napon nem
volt kiugré érték. Az autoenkdder-alapu algoritmus azonban tobb téves eldrejelzést adott,
mint a kiilonbség-alapti mddszer. A hamis negativ ardny (FNR) is magasabb volt a masodik
algoritmus esetében, ami azt jelenti, hogy tobb kiugroé értéket is kihagyott. Ezenkiviil a kiugré
értékek helyes észlelési ardnya (TPR) is jobb az elsd algoritmus esetében.

Metrika Els6 algoritmus Masodik algoritmus
Hamis Negativ Ardny (FNR) 0.075 0.264
Hamis Pozitiv Arany (FPR) 0.0003 0.0019
Igaz Negativ Arany (TNR) 0.9997 0.9981
Igaz Pozitiv Arany (TPR) 0.925 0.736

4.1. tdblazat. A szamitott metrikdk 0sszehasonlitdsa a két kiugré értékeket detektalo algorit-
mus esetében.

4.2. Idosorok klaszterezésének kiértékelése

In silico idosorok tesztelése

Az id6sorok klaszterezése sordn ahhoz, hogy tesztelni tudjuk a mér betanitott algoritmus cso-
portosité és predikcios képességét, virtudlis pacienseket generdltam minden kezelés esetére.
Osszesen 53 kezeléshez, kezelésenként 100 virtudlis pacienst hoztam létre eltérd paraméte-
rekkel. Tehat a klaszterez algoritmus tesztelésére 5300, ismert paraméteri tumortérfogatokat
tartalmazo iddsor allt rendelkezésre. Az 5300 virtudlis paciens mindegyikét el6rejeleztem a
SOM algoritmussal, mely a mar 1étrehozott klaszterek koziil kivalasztja, hogy a virtudlis pa-

ciensiink melyikbe csoportba tartozik a tumordinamikdja alapjan leginkdbb. Ezt kovetden
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a klaszterekhez hozzarendelt paraméterek intervallumét dbrdzoltam és ellendriztem, hogy a
tesztelésre létrehozott virtudlis pacienseink parametérei beleesnek-e a klaszter paraméter in-
tervallumadba, illetve milyen tdvol esnek a klaszter paraméteinek medidnjatdl. Egy klaszter
paraméter intervallumét az interkvartilis terjedelme alapjan hatdroztam meg, ahol a klasz-
ter paramétereinek a medidnjahoz (Q2) hasonlitottam a virtudlis paciensiink paraméterét. A
(4.1) egyenlet szerint szdmoltam annak a hibajat, hogy az ismert paraméter( virtudlis paciens
paraméterei mennyire térnek el az el6rejelzett klaszter paramétereitdl:

(@) _ |Pz(a) - p82)| )

el - a a
pﬁna)x - pl(rliil

100, (4.1)

(a)

i

(a)

2

ahol p;"’ az adott virtudlis paciens ismert a paraméter értéke, p

raméterének medidnja, tovibba pr(r?a)x és Pr(;g]

az elbrejelzett klaszter a pa-
az a paraméterhez tartozé randomszdm generalas
soran felhaszndlt fels6 és alsé hatdrok. Tehat az eltérést leosztottam azzal a tartomdnnyal,
ahonnan a randomszdmokat generdltam, igy megkaptam az a paraméter :. virtudlis paciens
hibajat (ega)). A teljes tartomdnnyal val6 leosztds célja az volt, hogy fiiggetlenitsiik a tar-
tomény hossztdl a kapott hibankat. A (4.1) kiért€kelését mind az 5300 virtudlis paciensre
elvégeztem, majd vettem a medidnjat, atlagat és szOordsat a kapott eredményeknek.

In silico méréseken torténd tesztelés sordn a farmakokinetikai paramétereket (c, kq, ko)
konstansnak vettem, csak az a, b, n, w, ED5q paramétereket valtoztattam. El&szér mind az
Ot paramétert egyszerre vdltoztattam, majd aszerint, hogy mely paraméterekre adott alacsony
hibat a klaszterezés, lecsokkentettiik haromra ezt a szdmot. Végiil megvizsgéltam gy is a
rendszert, hogy csak egy paramétert valtoztattam minden paraméter esetére. A 1étrejott ge-
nerdlt paraméterekhez tumortérfogatokat tartalmazé idésorok tartoztak. Az id&sorokat fel-
hasznélva tanult be a SOM algoritmus, majd ezt a mar betanitott algoritmust alkalmaztuk
virtudlis pacienseken torténd tesztelésre. Az eredmények Osszefoglaldsit a harom kiilonbo-
z0 szamu valtozd paraméterek esetén a 4.2. tdbldzatban foglaltam Ossze. Lathat6, hogy a
fixalt paraméterek szdmanak novelésével, azaz a véltoz6 paraméterek szaméanak csokkenté-
sével a paraméterek becslésének a hibdja is csokkent. Tovabba megfigyelhetd, hogy egyszerre
tobb paraméter identifikdcidja esetén (a tdbldzat els6 két sora) az a paraméter adta a legjobb
eredményt, mely megegyezik azzal a megéllapitdssal, amit kordbban az érzékenység vizsga-
latok bizonyitottak [21]. Ezen feliil lathat6, hogy ha egyesével valtoztattam a paramétereket
(a tablazat alsé sora), alacsony (1% koriili) hibakat kaptam, melybdl kijelenthetd, hogy az
algoritmus helyesen klaszterezte a tumortérfogat idésorokat.

Osszesen 100 virtudlis pacienst hoztam létre egerenként, mely azt jelenti, hogy a 2.1.

alfejeztben bemutatott tumormodellt azonos kezelés mellett 100 eltérd paraméterhalmazra
oldottam meg az ODE megoldo altal a kezelés minden napjara. Ezt kovetGen a mar betanitott
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Eset Mutato6 a b n w ED 50 C k1 k2

Medidn (%] 3.47 13.54 1439 2597 2432 - - -
5 viltozé paraméter ~ Atlag [%]  7.34 15.62 1820 26.00 24.67 - - -
SD [%] 944 1193 14.41 1507 1490 - - -

Medidn [%] 2.6 1231 16.96 - - - - -
3 valtoz6 paraméter ~ Atlag [%] 7.47 15.58 19.79 - - - - -
SD [%] 10.62 1293 13.84 - - - -

Median [%] 0982 120 1.04 081 090 - - -
1 véltoz6 paraméter Atlag [%] 1.39 423 18 150 294 - - -
SD [%] 1.38 1122 284 232 693 - - -

4.2. tablazat. A 3x5300 teszt idGsorhoz tartoz6 paraméterek eltéréseinek medianja, atlaga
€s szordsa az eredeti értékeiktdl. A paramétereltéréseket kiilonb6zd haldézatokon teszteltem,
ahol eltéré szdmud paramétereket valtoztattam. Az elsd sorban egyszerre 5, mig a masodik
sorban egyszerre 3 paramétert valtoztattam. Az utolso sor esetén minden paramétert egyesé-
vel, kiilon-kiilon valtoztattam, mig a maradék hetet rogzitettem egy adott értéken.

SOM algoritmussal elérejeleztem, hogy mely klaszterbe tartozik a tesztegyediink, majd az
elorejelzett klaszterhez tartoz6 idésorok paramétereit dbrazoltam.

A 4.6. dbran lathato két azonos kezelésre betanitott, hasonld tumordinamikaval rendelke-
z0 idGsorokat tartalmaz6 klaszter. Az dbrakon a kék tartomany a klaszterhez tartoz6 iddsorok
minimumdbdl és maximumabdl tevddik Ossze, mig a narancssarga gorbe a tesztelésre 16t-
rehozott virtudlis pacienst jeloli. Megéllapithatd, hogy a tumordinamika alapjan megfelel6
csoportba helyezte a tesztesetet az algoritmus.

Az egy klaszterhez tartozé paraméterek interkvartilis tartomdnyédnak kiértékelése sordn
dobozdiagramokat alkalmaztam, ahol a dobozdiagram medidnjdhoz hasonlitottam a teszt-
egyed paramétereit. A 4.6. dbra bal oldaldn lathat6 klaszterhez tartozé paraméterek a 4.7.
dobozdiagramokon lathatok. Az dbra létrehozdsa soran harom paramétert valtoztattam, az a,
b és n-t, a tobbi paramétert fixdltam. A dobozdiagramokon a piros szaggatott vonalak azt a
tartomanyt jelolik, amin beliil a randomszam generalas tortént egyenletes eloszlassal. A kék
pontok a klaszterhez tartoz6 paraméterek értékei, amiknek a medidnja z6ld vonallal van je-
16lve. A tesztelésre lérehozott virtudlis paciens paraméterének értékeit narancssarga vonallal
jeloltem.
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4.6. abra. Egy adott kezeléshez tartozé két klaszter. A kék intervallumok az eldrejelzett klasz-
terhez tartozé idésorok minimumai és maximumai kozotti szakaszok. A narancssarga vonal
a teszt egereket jelenti.
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4.7. dbra. A 4.6. dbra bal oldaldn lathat6 klaszterhez tartozé paraméter intervallumok.
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In vivo idosorok tesztelése

A végso cél a klaszterez€s soran az volt, hogy ne csak in silico, azaz virtudlis paciensek
adatait csoportositsuk tumordinamika alapjan, hanem valds, in vivo méréseken is teszteljiik.
Osszesen 54 egérnek a tumordinamik4jat tartalmazé idSsor 4llt rendelkezemre erre a feladat-
ra. A kiilonbség az in silico és az in vivo mérések kozott, hogy az utébbi zajos, melynek
kovetkeztében pontatlanabbul klaszterezhet6. Ennek kikiiszobolése érdekében el6szor a ki-
ugro értékeket és a zajt tavolitottam el az idGsorokbdl, majd ezt kdvetden klasztereztem.

A klaszterezés pontossdganak szdmszerisitéséhez kiszamitottam a teszt iddsor tdvolsdgat
a megjosolt klaszter idésoranak medidnjatdl. Az 54 tesztegérre vonatkoz6 eredmények a 4.8.
abran lathatok. Az 6sszes egér esetében az eltérések dtlaga és medidnja 80,8, illetve 43,0.

M 350 -
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b _ 300
\8 o
E E 250
€5 200 -
28 150 |
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() -l
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D

4.8. abra. Az abran az 54 rendelkezésiinkre 4ll6 in vivo mérés hibai lathatok. A hibaszamitas
egerek tumortérfogatanak abszolut eltérését szamitottam a becsiilt klaszter medidn tumortér-
fogatatol.

Koréabbi mérésekbdl rendelkezésiinkre élltak az 54 idésorhoz tartozoé illesztett paramé-
terek értékei. A tesztelés sordn az eredeti idésor paramétereit tehat Gsszehasonlitottam a
klaszterhez tartoz6 paraméterek medidnjaval. Az egyes paraméterek eredményeit a 4.9. dbra
Osszegzi. Megfigyelhetd, hogy a paraméterhibdk koziil az ED5o paraméterek mutatjak a leg-
kisebb hibat. Annak ellenére, hogy az EDs5( a legkisebb hibaval rendelkezik, azt tapasztaltuk,
hogy az a és b paraméterek minden egyes klaszterben kiilon-kiilon 1ényegesen kisebb sz6-
rast mutattak. Emellett fontos megjegyezni, hogy a paraméterek kiértékelési folyamata sordn
felhasznalt alapigazsag is egy becslési folyamat eredménye volt.

Osszeségében tehit megallapithatd, hogy a létrehozott klaszterezé algoritmus képes volt
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4.9. abra. A paraméterek szdzalékos hibdinak abszoltt értékei dobozdiagramokon abrazolva.
A hibdk szdmitdsa sordn a paramétereket a kordbban paraméter identifikaci6 utjan megalla-
pitott értékekhez viszonyitottam.
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a tumortérfogatok értékeibdl a mind a virtudlis, mind pedig a valés mérésekbdl szarmazo
id6sorokat csoportositani tumordinamika alapjan. A kiértékelések sordn Osszehasonlitottuk
a klaszter medidnjanak az id6sorét a tesztesetekkel, tovabbd megvizsgaltuk a hozzatartozé
paramétereket is.

A jovoben a létrehozott algoritmus felhasznélhat6 gy, hogy a terdpia megkezdésének
id6pontja elott a betegek kapnak egy inicializal6 injekciét a kemoterédpids szerbdl, majd néz-
ziik a tumordinamikdjanak a valtozasat. A 1étrehozott klaszterez6 algoritmussal ez a folyamat
automatizdlhatd, a betegeknek a gydgyszerre val6 reakcidja csoportosithatd, ezaltal paciens-
halmazok hozhatdk 1étre. A paciensek halmazara terdpia optimalizdlhatd, mellyel a személyre
szabott terdpia koltségei lecsokkenthetok.

4.3. A paraméterbecslo autoenkoder kiértékelése

Az autoenkdder tanitdsa sordn hdrom eltéré hosszisagi mérési szakaszra tanitottam be a
halézatot a kiértékelések sordn. A cél az volt, hogy meghatdrozzam, hogy ré tud-e tanul-
ni kiillonboz6 hosszisidgu tumortérfogatokat tartalmazé idésorokra. A legrovidebb a 2 hetes
szakasz volt, majd 7 hétre, végiil pedig 15 hétre tanitottam be a hdlézatot. A tanitds sordn a
validaciés adatkészlet hibdjatol fliggd megallési feltételt alkalmaztam (early stopping). Ha a
hiba nem véltozott 3 iterdcion keresztiil, akkor ledllt a tanitds és a legjobban teljesit6 hdl6zat
keriilt kimentésre. A teljes adathalmazt kétegekbe rendeztem, ahogy a 3. fejezetben részletez-
tem. Minden koteg utdn hibavisszaterjesztés tortént a halzat sdlyaira. Mivel az alkalmazott
halézaton nem hagyomdnyos — pusztdn adatokon alapulé — tanitdst alkalmaztam, hanem a
tumormodell beillesztésével plusz informaciot szolgéltattam a tanuldshoz, igy mar egy ite-
racion belill is nagy hibacsokkenést tapasztaltam gyakran. Ebb6l adédéan nem az iteraciok
sordn értékeltem ki a validacids adatot, hanem minden hibavisszaterjesztést kovetden, ezéltal
jobb képet kapva a tanulés folyamatardl.

A 4.10. dbran lathat6 a harom intervallumra kapott un. loss gorbe. Lathatd, hogy mind a
harom esetben koriilbeliil 30 hibavisszaterjesztés volt sziikséges ahhoz, hogy a tanité adat-
készletre ratanuljon a halézat. Tovabba megfigyelhetd, hogy minél rovidebb az elorejelzés
iddintervalluma, anndl kisebb hibardl indul a tanitds. Ez abbdl adédik, hogy minél hosszabb
az idGintervallum, anndl nagyobb értékeket vehet fel a tumortéfogat az exponencidlis ndve-
kedésének kovetkeztében (ahogy a 4.13. abra is igazolja).
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4.10. abra. Az autoenkdder harom tanuldsi gorbéje a harom intervallumra. Mivel a hal6zat
nagy mértékben tanult minden kotegen torténd hibavisszaterjesztés utdn, igy a hagyomanyos
iteracids (epoch) helyett a hibavisszaterjesztések szaméat dbrazoltam a vizszintes tengelyen.
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4.11. ébra. Példa a validaciés adathalmazbdl a hdlézat tanuldsa alatti teljesitmény valtozas-
ra két hetes idGintervallumon. A tanitds folyamata sordn kezdetben nagyobb hibdval, majd
ahogy tanult a hdlézat, egyre kisebb hibdval becsiilte meg a tumortérfogatokat.
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Tanitas 14 napos intervallumon

A 4.11. 4bran lathato két példa arra, hogy az autoenkdder teljesitménye hogyan fejlodott az
iteraciok alatt. Mind a két dbran az elGrejelzett tumortérfogatokat abrazoltam kékkel, mig
narancssargédval az eredeti idosort. A normadl protokoll szerinti tumortérfogat mérési id6pon-
tokat (hétfotdl péntekig) kereszttel jeloltem. A random generalt dézisokat oszlopdiagrammal
abrdzoltam a tumortérfogat gorbék alatt. A bal oldali d4brdn az elsé iterdcidt kovetSen, mig a
jobb oldali dbrdn mar az autoenkdder betanitdsat kovetden tortént a predikcid. Megdllapitha-
td, hogy az eldre jelzett tumortérfogatokat tartalmazo idésor jobban illeszkedik az eredetihez
a betanitast kovetSen.

Tanitas 49 napos intervallumon

A 7 hetes tanitds sordn szintén kimentettem a validacio sordn kapott rekonstrukcidkat. A 4.12.
abran lathaté egy példa a 49 napos elbrejelzésre. Ebben az esetben kezdetben tdl agressziv
tumordinamikat prediktalt az autoenkdder. Késébb azonban, ahogy a tanité adatkészleten
betanult — hasonldan a két hetes verzidhoz — a validacids adatokon is jobban teljesitett, ahogy
a jobb oldali gorbén latszik.
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4.12. ébra. Példa a validaciés adathalmazbdl a hédlézat tanuldsa alatti teljesitmény valtozas-
ra hét hetes iddintervallumon. A tanitds folyamata sordan kezdetben nagyobb hibdval, majd
ahogy tanult a hdl6zat egyre kisebb hibdval becsiilte meg a tumortérfogatokat.

60



Teljes
tumortérfogat [mm?3]

Teljes
tumortérfogat [mm?3]

Teljes
tumortérfogat [mm?3]

© o

lell

o]

(=]

'y

N

—— Rekonstrualt idésor
—— Eredeti idésor

o

Dézisok [mg/kg]
N

o

0 20 40 60 80 100

1d6 [nap]

Elsé iteracio

4000

- N w
(=3 (= o
(= (=3 (=3
(=] o o

—— Rekonstrualt idésor
—— Eredeti idésor

L (=2}

Dézisok [mg/kg]
N

o

N S [=2)
(= (=3 (=3
o (=} o

o

Dézisok [mg/kg]
[ ) > (=2} <]

o

1 hu ‘lH
40 60 80

1d6 [nap]

|||| I
0 2

0 100

Harmadik iteracio

—— Rekonstrualt idésor
—— Eredeti idésor

0 20 40 60 80 100

1d6 [nap]

Otodik iteracié

61

Teljes
tumortérfogat [mm?3]

=
(]
(=]

IS

Teljes
N

—— Rekonstrualt idésor
—— Eredeti idésor

tumortérfogat [mm?3]

© o

> =)

Dézisok [mg/kg]
N

|
0

o

20 40 60 80 100

1d6 [nap]

Masodik iteracio

2000

<
(=
o

—— Rekonstrualt idésor
—— Eredeti idésor

Dézisok [mg/kg]
N > [=)] [e<}

(=}

40 60 80

1d6 [nap]

[il1]
2

0 100

Negyedik iteracié

Teljes

—— Rekonstrualt idésor
—— Eredeti idésor

tumortérfogat [mm?3]

> ] o

Dézisok [mg/kg]
n

o

0 20 40 60 80 100

1d6 [nap]

Hatodik iteracid

4.13. abra. Példa a valid4cids adathalmazbdl a hdlézat tanuldsara a 105 napos intervallumon.




Tanitas 105 napos intervallumon

A 105 napos tanitas soran — ahogy a a 4.13. abran is latszik — minden iteracio utani kimenetet
lementettem, hogy vizualizélni tudjam a hél6zat tanitdsdnak folyamatat. Az dbran a bal felso
sarokban az elsd iterdciot kovet6en lathatd az elGrejelzett paraméterek altal meghatdrozott
tumortérfogat érték. Megfigyelhetd, hogy az el6re jelzett tumortérfogat értéke exponenciali-
san elszall. Mindazondltal, az iterdciok szdmdnak novekedésével a két gorbe egyre kozeledik
egymdashoz, mig a tanitds végén egészen hasonlé tumordinamikéji gorbéket nem kapunk. A
tapasztalatok alapjan el lehet mondani, hogy az egyszer(ibb, exponencidlisan lecseng6 gor-
béket (kezelésre jol reagdld virtudlis paciensek esetét) az esetek tobbségében jol megtanulta
a hélézat. Ezzel szemben, a bonyolultabb tumordinamikat (mely a tanité adatkészlet kisebb
részét képezi) az esetek csak kis szdzalékdban tudta helyesen eldre jelezni. A jovdben eb-
bol adéddan érdemes a hdldzat dltalanosité képességét ndvelni, valamint a tanité adatkészlet
létrehozdsa sordn a kiilonb6z6 tumordinamikéji idésorokat figyelembe venni.

A betanitdst kovetSen a paraméterek szdzalékos eltéréseit is meghatdroztam az eredeti
értékektdl, mely a nyolc paraméterre a 4.14. dbran lathatd. Az eltéréseket dobozdiagrammon
dbrazoltam. Az als6 kvartilis, azaz doboz alja () a hibdk alsé 25%-4nak als6 hatdrat mu-
tatja, mig a felsd kvartilis, azaz doboz teteje (()3) a felsd 25%-anak az alsé hatarat jelzi. A
medidn a dobozt keresztbe szel6 egyenes. Az abrarol leolvashatd, hogy a relativ szdzalékos
hiba mindenhol 10% koriili volt.

Mérés hossza [nap] 14 49 105

Median 260.5 303.2 378.7
Atlag 630.6 724.8 10444

4.3. tablazat. Az id6sorok kozotti abszolut eltérés a teszt adatkészleten.

A 4.3. tablazatban OszegyUjtottem a teszt adatokon végzett kiértékelés hibait az idésorok-
ra. A medidn és az dtlag kozotti eltérés azt a feltételezést igazolja, hogy egyes tumordina-
mikdra jol ratanult a halézat, viszont voltak kiugréan rossz eredmények, mely a hiba atlagat
eltoltdk. Tovabba megfigyelhet6 az a tendencia is, hogy az id6sor hosszdnak novekedésével
az 4tlagos hiba nagységa is nd.

Osszeségében tehat elmondhaté, hogy az autoenkéder a rendelkeziinkre 4116 differencidlegyenlet-
rendszer beépitésével képes volt megtanulni a modell paramétereit. Harom kiilonb6z6 id6in-
tervallumra megvizsgdlva a rendszert, az a konklizid, hogy a halézat jdl teljesitett azokon az
adatokon, amik az adatkészlet nagy részét képezték. A futdsi id6 az idGintervallum megnove-
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4.14. 4bra. A tesztadatokon a paraméterek eltérései az eredeti értékektdl mind a hdrom inter-
vallum esetén.
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1ésével nem nétt szignifikdnsan, ezdltal a jovében akar hosszabb intervallumokat is meg lehet
vizsgdlni.

A jovoben a modell médosithat6 tgy, hogy képes legyen nem csak az egyedek paramé-
tereinek meghatdrozdsara, hanem hasonlé paraméterti, adott eloszlassal rendelkezd egérpo-
pulédci6 paramétereinek a varhato értékének és a szordsanak a meghatarozasara is. Tovabba
a hélézat architektirdjanak f6 jelentdsége az, hogy nem csak in silico, de in vivo adatokon
is képes tanulni. Tehat nem sziikségesek hozzad az adott tumordinamikdhoz tartozé paramé-
terek értékei, igy egy fontos 1€pés lehet a jovEben a valds €s a zajos mérési adatokon torténd
tovdbbtanitasa a hilézatnak.
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5. fejezet

Konkluzio

A betegségek matematikai modellezése révén azok lefolydsa és reakcidja kiilonbozd kezelé-
sekre leirhat6 és elore jelezhetd. Azonban ezek a modellek 6nmagukban nem elegenddek, a
modell paramétereinek pontos meghatarozdsa nélkiilozhetetlen. A diplomamunkam egy ku-
tatds koztes 1€pését adja, azdltal, hogy a tumordinamikai modell paramétereinek becslésére
alkalmas algoritmusokat hoztam létre. A paraméteridentifikdciora alkalmazott iterativ mod-
szerek jelentds id6t igényelhetnek az optimdlis megoldés eléréséhez, tovabba nem garantalt,
hogy a globalis optimumhoz konvergalnak, kiilondsen, ha a kiindulési paraméter értékek ta-
vol esnek azok optimélis értékeitdl. Mindazondltal, a rosszul meghatdrozott értékek 4ltal a be-
tegség rossz csoportositdsa a kemoterdpids gyogyszer mennyiségének rossz meghatdrozdsat
eredményezheti. A paraméterek gyors és pontos ismerete altal terdpia generdlhat6 kiillonboz6
algoritmusokkal egyénre, vagy akar hasonlé tumordinamikaval rendelkezd populaciora.

A munkdam hdrom szakaszra oszthaté. Az elsd szakaszdban a tumortérfogatok kiugro érté-
keinek detektdldsdval és a zaj szlirésével foglalkoztam. Mivel a paraméterek pontos azonosi-
tdsa a modell kimenetén alapul, amely a teljes tumortérfogat, fontos, hogy ne tartalmazzanak
hibas értékeket a felhasznélt idosorok. A tumortérfogat tolomérével mért valtozo, s nem tar-
talmazhat jelentSs hibdkat vagy kiugro értékeket, mivel ezek befolydsolhatjdk a paraméterek
meghatdrozasdnak az eredményét. Ebben a munkdban két algoritmust hoztam létre a kiugrd
értékek azonositdsdra. A két algoritmust kiértékeltiink és 0sszehasonlitottunk ugyanazzal az
idGsorral és ugyanazokkal a kiugré értékekkel. Az eredmény szerint a kiilonbség alapu al-
goritmus jobb teljesitményt mutatott, azonban az autoenkdder-alapu algoritmus dltalanosabb
megoldast nyujtott a problémadra.

A munkdm madsodik szakaszdban tumordinamika alpjin csoportositottam az in silico és
in vivo tumortérfogatokat tartalmazé idésorokat. A klaszterezéshez onszervezddo-térképet
alkalmaztam. A kiértékelés sordn megvizsgaltuk a klaszterek medidn iddsorai €s a teszt id6-
sor kozotti eltéréseket. Mivel a klaszterekben taldlhaté id6sorokhoz paraméterek tartoztak,
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igy a hozzdjuk rendelt paraméterek €s a teszt esethez tartoz6 paraméterek kozotti eltérése-
ket is kiértékeltem. A kiértékelés sordn in silico esetben, a rogzitett paraméterek szdmanak
novelésével a pontossdg novekedett. In vivo esetben a klaszterezést megel6zéen Wavelet-
transzformdcidval csokkentettiik a zajt az adatokon. A jovdben a cél az algoritmus felhaszna-
laval a hasonl6 tumordinamikdju betegek betegcsoportokba torténd klaszterezése és populacio-
alapu terdpia alkalmazdsa.

A munkdm harmadik szakaszdban egy olyan specidlis autoenkdder architektarat fejlesz-
tettem ki, mely a dézisokbdl és a tumortérfogatokat tartalmaz6 idésorokbdl képes a paramé-
terek meghatdrozaséra és megtanuldsara. Ez az architektdra alkalmas lehet nem csak in silico
(szimulalt adatokon alapul6), de akér in vivo (valés méréseken alapuld) adatokbdl torténd be-
tanitdsra, mivel nem igényli a paraméterek el6zetes ismeretét, mert architektirdjdbol adédéan
feliigyelet nélkiili tanuldssal tanul. Ezéltal a valésaghoz kozelebbi eredményt kaphatunk, ha
mind szimulélt, mind pedig valds adatkészleten be tudjuk tanitani a hdl6zatot. Az eredmé-
nyek kiértékelése sordn hdrom kiilonb6z0 iddsor hosszra tanitottam be az autoenkddert, majd
pedig értékeltem ki. E16sz0r két hétre vizsgédltam meg az el6rejelzés pontossdgat, majd pedig
hét hétre, végiil pedig 15 hétre. Az eredmények azt mutattak, hogy a hal6zat képes volt meg-
talalni azokat a paramétereket, amelyek leginkdbb visszaadjak a tumortérfogat idésorokat. A
halozat teljesitOképességét eldre elkiilonitett teszt adatokon hataroztam meg. Megvizsgaltam
a paraméterek eltérését az eredeti értékhez képest, valamint a rekonstrudlt idosorok eltérését a
bemeneti idésorhoz viszonyitva. Osszességében elmondhaté, hogy a létrehozott architektira
alkalmas a differencidlegyenletek — esetiinkben tumormodell — paramétereinek meghataroza-
sdra és megtanuldsara.

A kutatds végsd célja egy olyan gydgyszerhordozé rendszer kifejlesztése, mellyel a ke-
moterdpids gyogyszerek adagoldsdval a tumor mérete szabalyozhatd, ezdltal a beteg életmi-
ndsége és élethossza megnovelhetd. Egy ilyen eszkoz alapja egy olyan algoritmus, melynek
nélkiilozhetetlen részét képezi egy robusztus, paraméterek identifikdlaldsara alkalmas mod-
szer. Munkdm sordn a paraméterek gyorsabb meghatarozdsahoz fejlesztettem gépi tanuldsi
algoritmust.

A "Tumormodell paramétereinek meghatdrozdsa MI alkalmazasaval" projekt nevében ko-
szonetet mondunk a HUN-REN Cloud (lasd: Héder et al. 2022 ; https://science-cloud.hu/)
hasznalataért, ami hozz4jarult a publikalt eredmények eléréséhez [56]. Kutatdsom az Innova-
ci6s és Technol6giai Minisztérium UNKP-23-2 kédszamii Uj Nemzeti Kivalésag Programija-
nak a Nemzeti Kutatdsi, Fejlesztési és Innovacios alapbdl finanszirozott szakmai tdmogata-
sdval késziilt.
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